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LỜI CAM ĐOAN 

Tôi xin cam đoan rằng đây là công trình nghiên cứu khoa học độc lập 

của tôi. Tất cả dữ liệu được sử dụng trong luận án này có nguồn gốc rõ ràng 

và đã được trích dẫn đầy đủ theo quy định.  
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MỞ ĐẦU 

1. Tính cấp thiết của luận án 

Lũ lụt đứng đầu trong danh sách những thảm họa thiên nhiên, bao gồm 

cả số lượng thương vong lẫn thiệt hại về tài sản [197, 232], đặc biệt là tại các 

khu vực thường xuyên chịu ảnh hưởng của bão và áp thấp nhiệt đới [50, 173, 

227]. Năm 2013, thiệt hại do lũ gây ra trên toàn thế giới ước tính hơn 50 tỷ 

USD [228]. Theo các dự báo, đến năm 2050, thiệt hại từ lũ có thể tăng lên 

đáng kể, với mức ước tính lên  đến một nghìn tỷ USD mỗi năm do sự tăng đột 

biến về dân số và biến đổi khí hậu [50, 101].  

Theo báo cáo của Trung tâm nghiên cứu dịch tễ học về thảm họa sau 

thiên tai (Centre for Research on the Epidemiology of Disasters - CRED), 

Việt Nam thuộc khu vực Đông Nam Á, nơi chịu  ảnh hưởng của bão và áp 

thấp nhiệt đới. Báo cáo cho biết Việt Nam được xác định là một trong 10 

quốc gia đứng đầu chịu ảnh hưởng do biến đổi khí hậu [64]. Hậu quả, Việt 

Nam đã liên tục bị ảnh hưởng nặng do các tai biến thiên nhiên gây ra như bão 

và áp thấp nhiệt đới, lũ lụt và trượt lở đất. Đặc biệt, chỉ với  lũ lụt đã ước tính 

khoảng 71% dân số và 59% diện tích đất của Việt Nam bị ảnh hưởng trong 

vài năm qua [37, 56, 185, 196].  

Tổng thiệt hại ước tính sơ bộ do bão và lũ trong giai đoạn 1996-2015 

đã chiếm 0,62% tổng sản phẩm quốc nội (GDP) của Việt Nam. Điều này 

tương đương với khoảng 2,12 tỷ USD [134]. Dự báo cho thấy trong các năm 

tới, biến đổi khí hậu tiếp tục phức tạp, dẫn đến các hiện tượng thời tiết bất 

thường và không theo quy luật, như bão nhiệt đới hay mưa lớn bất thường gây 

lũ quét. Do đó, việc nghiên cứu về lũ lụt đang trở nên ngày càng quan trọng 

hơn bao giờ hết. Điều này giúp đảm bảo sự ổn định trong cuộc sống của cộng 

đồng dân cư, bảo vệ tài sản, môi trường sống và nguồn tài nguyên tự nhiên 

khỏi những tác động tiêu cực của biến đổi khí hậu. Nghiên cứu về lũ lụt 
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không chỉ đóng vai trò quan trọng trong việc hiểu và dự báo các tác động của 

biến đổi khí hậu, mà còn cung cấp cơ sở để xây dựng các biện pháp phòng 

ngừa và ứng phó hiệu quả để bảo vệ cuộc sống và tài sản của người dân. Đây 

là nhiệm vụ nằm trong chương trình mục tiêu ứng phó với biến đổi khí hậu và 

tăng trưởng xanh của Chính phủ Việt Nam (Quyết định Số: 1670/QĐ-TTg, 

ngày 31 tháng 10 năm 2017).  

Trong các loại hình lũ lụt, lũ quét là hiện tượng thiên tai điển hình và 

khác biệt so với lũ thường, do tính chất diễn biến nhanh với cường độ mạnh, 

thường xảy ra trong khoảng thời gian ngắn, chẳng hạn dưới 6 giờ [169]. Ở 

Việt Nam, đặc biệt tại các tỉnh miền núi phía Bắc, lũ quét là một vấn đề 

thường xuyên xảy ra và nghiêm trọng. Điều này do ảnh hưởng của mưa lớn, 

xối xả, hoặc do mưa kéo dài trong các cơn bão nhiệt đới kết hợp với tính chất 

đặc thù của địa hình như chênh cao lớn, độ dốc cao và cắt xẻ sâu. Ngoài ra, sự 

phát triển dân số và gia tăng các hoạt động dân sinh như chặt phá rừng và sử 

dụng đất không theo quy hoạch trong những năm gần đây đã làm lũ quét có 

diễn biễn rất khốc liệt và mức độ tàn phá cao. Do vậy, nghiên cứu xây dựng 

các mô hình dự báo lũ quét nhằm dự báo các khu vực có nguy cơ xảy ra lũ 

quét là yêu cầu hết sức cấp thiết, từ đó giúp cộng đồng và chính quyền địa 

phương chuẩn bị ứng phó trước thảm họa này, đồng thời giảm thiểu thiệt hại 

đối với người dân, tài sản và môi trường. 

Để giảm thiểu ảnh hưởng tàn phá của lũ quét, Việt Nam đã thực hiện  

nhiều nghiên cứu về vấn đề này. Các nghiên cứu này nhằm xác định và dự 

báo hay cảnh báo nguy cơ lũ quét tại các khu vực cụ thể. Một trong những 

phương pháp quan trọng đã được áp dụng là thiết lập các mô hình không gian 

và bản đồ dự báo các khu vực có khả năng xảy ra nguy cơ lũ quét [74, 139, 

147, 225]. Tuy đã có nhiều nghiên cứu về lũ quét tại Việt Nam, nhưng việc áp 

dụng các mô hình truyền thống để dự báo lũ quét vẫn gặp phải nhiều hạn chế. 
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Các mô hình này thường dựa trên sự liên quan giữa thủy văn, thủy lực, dòng 

chảy và địa hình để xác định nguy cơ lũ quét. Tuy nhiên, việc áp dụng các mô 

hình này đòi hỏi phải có nguồn dữ liệu tại các trạm quan trắc đủ dài và mật độ 

điểm quan trắc đủ lớn để đảm bảo tính chính xác của dự báo. 

 Lũ quét là một quá trình phát triển phức tạp, diễn biến nhanh, bất ngờ 

và liên quan đến nhiều yếu tố tác động khác nhau. Điều này làm cho việc dự 

báo lũ quét trở nên vô cùng khó khăn. Do vậy, độ chính xác của các mô hình 

truyền thống ở Việt Nam vẫn còn hạn chế, chưa đáp ứng hết các yêu cầu thực 

tiễn hiện nay, bao gồm cả việc cung cấp cảnh báo chính xác về vị trí lũ quét. Vì 

vậy, cần thiết phải có một cách tiếp cận khoa học mới trong việc mô hình hóa 

nhằm nâng cao độ chính xác. Điều này bao gồm việc giảm sự phụ thuộc vào dữ 

liệu từ các trạm quan trắc cũng như áp dụng tiến bộ của khoa học công nghệ và 

khả năng xử lý dữ liệu địa không gian trong nghiên cứu cảnh báo lũ quét 

Trong những năm gần đây, sự phát triển nhanh chóng của công nghệ đã 

thúc đẩy nghiên cứu và dự báo lũ quét sang một hướng mới. Các công nghệ 

như viễn thám, hệ thống thông tin địa lý (GIS), địa thống kê và trí tuệ nhân 

tạo đã đóng vai trò quan trọng trong việc cung cấp các giải pháp hiệu quả hơn. 

Công nghệ mới trong viễn thám, như ảnh Radar Sentinel-1A và B miễn phí, 

độ phân giải cao (10 m) đã cung cấp các giải pháp mới cho phát hiện các vùng 

ngập lụt [194, 233] và hiện trạng lũ quét [67, 77]. 

Trong khi đó, sự phát triển của GIS và các phương pháp địa thống kê 

mới đã tạo điều kiện thuận lợi cho việc xử lý và phân tích mối quan hệ của 

nhiều yếu tố đầu vào liên quan đến lũ quét. Cuối cùng, mô hình trí tuệ nhân 

tạo với khả năng xử lý dữ liệu phi tuyến và đa biến, đã đóng góp một vai trò 

quan trọng trong xây dựng và kiểm định các mô hình dự báo lũ quét với độ 

chính xác tốt. Thực tế, cách tiếp cận mới này đã được áp dụng thành công trong 

nghiên cứu lũ quét tại nhiều khu vực khác nhau trên thế giới [31, 54, 129, 186, 
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209, 217]. Điều này thể hiện tầm quan trọng của việc sử dụng công nghệ và 

phương pháp hiện đại trong nghiên cứu và dự báo lũ quét. Hiện nay, đây là một 

trong các hướng nghiên cứu nổi bật trong lĩnh vực lũ quét trên thế giới.  

Từ phân tích trên, trong nghiên cứu tiến sĩ này, luận án ñ Nghiên cοu 

phát triΘn mô hình trí tuΜ nhân tͧ o trong ph©n v½ng nguy c̭ lȈ qu®t ε ViΜt 

Nam” được lựa chọn. 

2. Mục tiêu nghiên cứu 

Xây dựng được các mô hình trí tuệ nhân tạo trong phân vùng lũ quét có 

độ chính xác cao, ứng dụng ảnh Radar Sentinel-1, kỹ thuật GIS và địa thống 

kê. Thực nghiệm áp dụng cho khu vực thuộc tỉnh Lào Cai (Việt Nam). 

3. Đối tượng nghiên cứu 

Đối tượng nghiên cứu chính là dữ liệu địa không gian, các mô hình dự 

báo và phân vùng nguy cơ lũ quét, cụ thể bao gồm: (i) - Ảnh viễn thám Radar 

đa thời gian cho phát hiện và thành lập bản đồ hiện trạng lũ quét; (ii) - Cơ sở 

dữ liệu GIS cho mô hình hóa và dự báo lũ quét: gồm dữ liệu địa hình, địa 

mạo, loại đất, địa chất, khí hậu và thủy văn; (iii) - Thuật toán phát hiện và 

chiết xuất điểm lũ quét; (iv) - Các mô hình khai phá dữ liệu, trí tuệ nhân tạo 

và các thuật toán tối ưu hóa. 

4. Phạm vi nghiên cứu 

Phạm vi địa lý: Khu vực tỉnh Lào Cai. 

Phạm vi khoa học: Các thuật toán liên quan đến xử lý ảnh viễn thám 

Radar đa thời gian, kỹ thuật GIS và địa thống kê, mô hình trí tuệ nhân tạo và 

tối ưu hóa. 

5. Nội dung nghiên cứu 

- Nghiên cứu tổng quan về lũ quét. 

- Nghiên cứu thuật toán và mô hình phục vụ cho việc phát hiện và chiết 

xuất các điểm lũ quét từ tư liệu ảnh viễn thám đa thời gian Sentinel-1. Thực 

nghiệm và kiểm tra, điều tra thực địa, đánh giá độ chính xác. 
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- Xây dựng cơ sở dữ liệu lũ quét cho khu vực nghiên cứu, bao gồm: 

Các khu vực xảy ra lũ quét, mô hình số độ cao (DEM), bản đồ độ dốc (Slope), 

bản đồ hướng dốc (Aspect), bản đồ chỉ số độ ẩm (Topographic Wetness Index 

-TWI), bản đồ mật độ sông suối (Stream density), bản đồ chỉ số năng lượng 

dòng chảy (Stream Power Index - SPI), bản đồ hình thái địa mạo 

(Toposhape), bản đồ chỉ số độ cong địa hình (Curvature), bản đồ thạch học 

(Lithology), bản đồ loại đất (Soil type), bản đồ chỉ số thực vật (NDVI), và bản 

đồ lượng mưa (Rainfall). 

- Phân tích thống kê và đánh giá bản đồ thành phần, phục vụ cho việc 

mô hình hóa. 

- Phát triển các mô hình phân vùng và dự báo lũ quét: 

+ Nghiên cứu mô hình mạng Nơ-ron nhân tạo FA-LM-ANN là sự kết 

hợp các thuật toán Firefly Algorith- Levenberg Marquardt (FA-LM) nhằm tự 

động tìm kiếm, cập nhật và tối ưu hóa trọng số của mô hình ANN. 

+ Nghiên cứu mô hình PSO-ELM là sự kết hợp thuật toán máy học cực 

độ Extreme Learning Machines (ELM) và thuật toán tối ưu hóa Particle 

Swarm Optimization (PSO). 

+ Nghiên cứu mô hình Ensemble Learning, là mô hình kết hợp các 

thuật toán di truyền GA (Genetic Algorithm), thuật toán luật mờ FURIA, và 

thuật toán cây quyết định (Decision Tree). 

+ Nghiên cứu chỉ số thống kê đánh giá hiệu suất của mô hình, bao 

gồm: Sai số RMSE, sai số MSE, đường cong ROC, diện tích dưới đường 

cong ROC (AUC), hệ số Kappa, True Positive (TP), True Negative (TN), 

False Positive (FP), False Negative (FN). 

6. Phương pháp nghiên cứu 

- Phương pháp tổng hợp thống kê: Thu thập, tổng hợp thống kê tài 

liệu, dữ liệu từ các nguồn khác nhau cho nghiên cứu lũ quét. 
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- Phương pháp bản đồ: Thành lập các bản đồ thành phần phục vụ cho 

xây dựng mô hình phân vùng nguy cơ lũ quét. 

- Phương pháp Viễn thám:  

+ Nghiên cứu đặc trưng ảnh Radar Sentinel-1; 

+ Nghiên cứu mô hình phát hiện và chiết xuất hiện trạng lũ quét từ ảnh 

viễn thám Sentinel-1 đa thời gian.  

- Phương pháp GIS: Xây dựng cơ sở dữ liệu GIS cho khu vực nghiên 

cứu, chồng gộp xử lý thống kê địa không gian. 

- Phương pháp mô hình hóa: Nghiên cứu ứng dụng các thuật toán trí 

tuệ nhân tạo, kỹ thuật khai phá dữ liệu, tối ưu hóa phục vụ xây dựng các mô 

hình dự báo và phân vùng lũ quét.  

- Phương pháp đánh giá độ chính xác: 

+ Phương pháp thực địa: Kết quả nghiên cứu được đánh giá độ chính 

xác bằng dữ liệu thực địa. 

+ Phương pháp thống kê: Đánh giá độ chính xác mô hình. 

7. Ý nghĩa khoa học và thực tiễn của luận án 

- Ý nghĩa khoa học của luận án: Giúp hình thành cơ sở lý luận cho việc 

ứng dụng các kỹ thuật mới, kết hợp với hệ thông tin địa lý và viễn thám cho 

việc dự báo và phân vùng lũ quét trên diện rộng với độ chính xác cao, phù 

hợp cho các khu vực có đặc điểm địa hình khác nhau và không đòi hỏi dữ liệu 

tại các trạm quan trắc. 

- Ý nghĩa thực tiễn của luận án: Sản phẩm bản đồ phân vùng và dự báo 

lũ quét độ chính xác cao hoàn toàn có thể ứng dụng phục vụ cho việc lập kế 

hoạch sử dụng đất, thiết kế quy hoạch và giảm thiểu thiên tai. Ngoài ra, sản 

phẩm nghiên cứu là nền cơ sở để phát triển thêm các hệ thống dự báo sớm, 

cũng như đánh giá tổn hại tiềm năng cho các vùng có nguy cơ ảnh hưởng do 
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lũ quét. Quy trình nghiên cứu thành lập bản đồ phân vùng và dự báo lũ quét là 

tài liệu hướng dẫn mới, giúp thực hiện tại các vùng khác có điều kiện tương tự. 

8. Luận điểm bảo vệ và điểm mới của luận án 

8.1. Luận điểm bảo vệ  

Luận điểm 1: Sử dụng ảnh Sentinel-1 đa thời gian và kỹ thuật phát hiện 

thay đổi (Change Detection) cho phép xác định các khu vực bị ảnh hưởng bởi 

lũ quét. 

Luận điểm 2: Việc sử dụng các bản đồ thành phần (độ cao, độ dốc, 

hướng dốc, độ cong địa hình, hình thái địa mạo, TWI, SPI, NDVI, lượng mưa, 

loại đất, thạch học, mật độ sông suối) từ các nguồn dữ liệu địa không gian đa 

dạng, cho phép thực hiện mô hình hóa và dự báo khu vực có nguy cơ bị ảnh 

hưởng bởi lũ quét. 

Luận điểm 3: Sự tích hợp của các thuật toán máy học và tối ưu hóa 

(FA-LM-ANN, PSO-ELM, FURIA-GA) cho phép xây dựng một mô hình 

phân vùng nguy cơ lũ quét với độ chính xác cao. 

8.2. Điểm mới của luận án 

- Phát triển được mô hình FA-LM-ANN mới cho cảnh báo lũ quét. Mô 

hình này là sự kết hợp các thuật toán ANN, Firefly Algorithm (FA) và  

Levenberg – Marquardt (LM),  cho phép tự động tìm kiếm, cập nhật và tối ưu 

hóa trọng số của mô hình dự báo lũ quét.  

- Phát triển được mô hình PSO-ELM mới cho cảnh báo lũ quét. Mô 

hình này xây dựng dựa trên sự kết hợp thuật toán máy học cực độ Extreme 

Learning Machines (ELM) và thuật toán tối ưu hóa Particle Swarm 

Optimization (PSO).  

- Phát triển được mô hình Ensemble learning mới cho cảnh bảo lũ quét. 

Đây là mô hình tích hợp các thuật toán di truyền GA (Genetic Algorithm), 

thuật toán luật mờ FURIA, thuật toán cây quyết định (Decision Trees). 
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9. Kết cấu của luận án 

Luận án bao gồm các phần chính sau: 

Mở đầu 

Chương 1: Tổng quan về nghiên cứu lũ quét 

Chương 2: Khu vực nghiên cứu và cơ sở khoa học 

Chương 3: Kết quả và thực nghiệm 

Kết luận và kiến nghị 

Tài liệu tham khảo 

11. Nơi thực hiện luận án 

Luận án được hoàn thành tại Bộ môn Đo ảnh và Viễn thám, Khoa Trắc 

địa - Bản đồ và Quản lý đất đai, Trường Đại học Mỏ - Địa chất. 

12. Lời cảm ơn                                       

Luận án tiến sĩ kỹ thuật này được thực hiện tại Trường đại học Mỏ - 

Địa chất dưới sự hướng dẫn khoa học của TS. Nguyễn Quang Khánh, Trường 

Đại học Mỏ - Địa chất và GS.TS Bùi Tiến Diệu, University of South-Eastern 

Norway, Na Uy. Tôi xin bày tỏ lòng biết ơn sâu sắc nhất tới hai thầy hướng 

dẫn về sự định hướng khoa học, sự tận tâm trong việc hỗ trợ, chỉ bảo, và giúp 

đỡ, cũng như tạo điều kiện thuận lợi nhất cho tôi hoàn thành luận án này. 

Tôi xin trân trọng cảm ơn Bộ môn Đo ảnh và Viễn thám, Lãnh đạo 

Khoa Trắc địa - Bản đồ và Quản lý đất đai, Bộ môn Tin học Trắc địa, Lãnh 

đạo Khoa Công nghệ Thông tin, Trường Đại học Mỏ - Địa chất đã tận tình 

giúp đỡ tôi trong quá trình học tập và nghiên cứu. 

Tôi xin chân thành cảm ơn sự giúp đỡ và hỗ trợ khác từ PGS.TS. 

Nguyễn Cẩm Vân, Viện Địa lý; ThS. Ngô Hùng Long, giảng viên Khoa Công 

nghệ Thông tin, Trường đại học Mỏ - Địa chất; TS. Trần Anh Tuấn, Viện 

Sinh thái và Tài nguyên Sinh vật, Viện Hàn Lâm Khoa học và Công nghệ 
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Việt Nam. Tôi rất biết ơn GS.TS. Trương Xuân Luận, PGS.TS. Nguyễn 

Trường Xuân, PGS.TS. Lê Hồng Anh, TS. Nguyễn Thị Mai Dung, và TS. 

Trần Trung Chuyên đã luôn quan tâm, động viên và giúp đỡ để tôi hoàn thành 

luận án. 

Xin chân thành cảm ơn PGS.TS. Trần Xuân Trường, PGS.TS. Trần 

Vân Anh, PGS.TS. Nguyễn Văn Trung, TS. Trần Trung Anh và TS. Trần 

Hồng Hạnh về sự quan tâm sâu sắc, hướng dẫn chi tiết, tạo điều kiện và chia 

sẻ kinh nghiệm quý báu cho nghiên cứu của tôi. Tôi rất biết ơn PGS.TS. Bùi 

Quang Thành và PGS.TS. Nguyễn Ngọc Thạch, Trường Đại học Khoa học 

Tự nhiên – Đại học Quốc gia Hà Nội đã chia sẻ và thảo luận giúp tôi hoàn 

thành luận án tốt hơn.  

Cuối cùng, luận án không thể hoàn thành nếu không có sự chia sẻ và 

đồng hành của chồng tôi, Đào Văn Phương, trong các chuyến khảo sát, kiểm 

chứng thực địa, cũng như tình yêu, chăm lo các việc gia đình khác để tôi yên 

tâm, tập trung nghiên cứu. Tôi dành sự biết ơn sâu sắc nhất tới cha mẹ tôi, họ 

đã cho tôi tình yêu và sự hỗ trợ không giới hạn, động viên trong suốt thời gian 

qua để tôi được trưởng thành như ngày hôm nay, cảm ơn các anh chị của tôi 

về tình yêu gia đình và sự quan tâm giúp đỡ của họ trong công việc này. 
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CHƯƠNG 1: TỔNG QUAN VỀ NGHIÊN CỨU LŨ QUÉT 

1.1  Đặt vấn đề 

Cơ sở nghiên cứu của luận án được dựa trên khung đánh giá rủi ro thảm 

họa thiên tai thuộc "Chương trình khung Sendai về giảm nhẹ rủi ro thiên tai" 

của Văn phòng Liên Hợp Quốc về giảm nhẹ rủi ro thiên tai (UNISDR)[221]. 

Hình 1.1 thể hiện các thành phần của Khung quy trình đánh giá rủi ro thảm 

họa thiên tai. Khung đánh giá này bao gồm 3 chặng chính liên kết với nhau: 

(1) Khu vực đánh giá và công tác chuẩn bị; (2) Phân tích rủi ro và (3) sử 

dụng kết quả và xây dựng các quyết định. Tất cả các thành phần của ba 

chặng này được kết nối chặt chẽ thông qua các lĩnh vực liên quan và các 

vòng phản hồi giúp tạo ra một hệ thống đánh giá rủi ro thảm họa thiên tai 

toàn diện và hiệu quả 

 

Hình 1.1. Khung quy tr³nh Ľ§nh gi§ rνi ro th mͩ hΣa thiên tai -   

UNISDR [221]. 
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Chặng 1 trong quy trình đánh giá rủi ro thảm họa thiên tai có nhiệm vụ 

quan trọng, đó là nhấn mạnh việc xem xét các bước cần thực hiện trước khi 

bắt đầu quy trình để đảm bảo rằng các đầu ra sẽ phù hợp với mục tiêu đã đề 

ra. Chặng này cung cấp nền tảng cho toàn bộ quy trình đánh giá rủi ro.  

- Cơ chế quản trị: đánh giá rủi ro thiên tai của một quốc gia thành công 

đòi hỏi cần phải có một hệ thống quản trị mạnh mẽ. Điều này bao gồm việc 

thiết lập các phương thức hoạt động, chính sách và khung pháp lý để hướng 

dẫn, quản lý, điều phối và giám sát việc thực hiện. Cơ chế quản trị này là nền 

tảng quan trọng để đảm bảo đánh giá rủi ro thiên tai được thực hiện thành công.  

- Phạm vi chính sách và kỹ thuật: Trong giai đoạn đầu của thiết kế, 

việc xác định rõ mục đích và các mục tiêu của đánh giá rủi ro rất quan trọng 

để tạo ra thông tin cần thiết. Điều này đòi hỏi sự hiểu biết về phạm vi chính 

sách và kỹ thuật của quy trình đánh giá rủi ro. 

- Dữ liệu và quản lý: Đánh giá rủi ro là một quá trình đòi hỏi nhiều dữ 

liệu và sự tiếp cận thông tin từ nhiều nguồn khác nhau. Điều này bao gồm các 

cơ quan thành lập bản đồ, các tổ chức khoa học và kỹ thuật, các trường đại học, 

các tổ chức nghiên cứu từ trung ương đến các khu vực địa phương. Quản lý dữ 

liệu hiệu quả và chia sẻ kết quả là yếu tố quan trọng để đảm bảo tính hiệu quả 

của quá trình đánh giá rủi ro và đáp ứng nhu cầu của các bên liên quan. 

Chặng 2: Đảm bảo nhiệm vụ quan trọng của việc phân tích rủi ro thảm 

họa thiên nhiên và được thực hiện bởi nhóm kỹ thuật chuyên nghiệp. Trong 

quá trình, có nhiều phương pháp và công cụ khác nhau để thực hiện phân tích 

rủi ro, bao gồm công cụ phân tích không gian địa lý, lập bản đồ, lập ma trận 

rủi ro, kịch bản và nhiều công cụ khác. Mục tiêu là chuẩn bị các kết quả đầu 

ra chính xác. Các nhà quản lý đảm bảo sự tham gia tích cực của các chuyên 

gia chuyên ngành trong quá trình này. Gồm công tác điều phối và thống nhất 

việc lựa chọn phương pháp tối ưu nhất để phân tích rủi ro, đồng thời tích hợp 
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các đầu ra từ các phương pháp khác nhau thành một định dạng chung nhằm 

hỗ trợ quá trình đánh giá và so sánh các nguy cơ khác nhau. Chặng 2 không 

chỉ đóng góp vào việc đánh giá rủi ro mà còn đảm bảo tính nhất quán và 

khách quan trong quá trình phân tích, giúp tạo ra các thông tin chất lượng để 

hỗ trợ quyết định và kế hoạch ứng phó với thảm họa thiên nhiên. 

Chặng 3: Sử dụng kết quả và xây dựng các quyết định, gồm hai thành 

phần quan trọng là sử dụng kết quả và kế hoạch dài hạn. Kết quả của đánh giá 

rủi ro trở thành cơ sở  đưa ra các quyết định về kế hoạch, hành động và đầu tư 

cho dự án. Trong quá trình này, tập dữ liệu, bản đồ, báo cáo, hoặc bất kỳ định 

dạng thông tin nào được tập hợp từ quá trình đánh giá rủi ro trước đó. Những 

kết quả này sau đó được sử dụng để đưa ra quyết định chiến lược và tái đánh 

giá rủi ro trong kế hoạch dài hạn.  

Hiện nay, lũ quét vẫn là một trong những thảm họa của thiên tai, đặt ra 

nhiều thách thức trong việc dự báo và đánh giá rủi ro. Trong hệ thống cảnh 

báo sớm, mô hình dự báo phân vùng lũ quét đóng vai trò quan trọng để cung 

cấp thông tin chính xác và kịp thời. Trong đó, chất lượng của bản đồ phân 

vùng lũ quét là yếu tố then chốt ảnh hưởng đến hiệu suất của hệ thống. Thực 

tế, các mô hình lũ quét đều chịu ảnh hưởng từ hai yếu tố chính, đó là mô hình 

và dữ liệu sử dụng.  

Trong hai thập kỷ qua, nhiều phương pháp và kỹ thuật đã được đề xuất 

để cải thiện chất lượng của các mô hình dự báo và cảnh báo. Phân tích nguy cơ 

xảy ra lũ quét và xây dựng các mô hình có độ chính xác cao đã trở thành một 

phần quan trọng của khung công việc, đặc biệt là khi đối mặt với thách thức từ 

biến đổi khí hậu và sự gia tăng về tần suất cũng như cường độ của lũ quét.  

Nội dung nghiên cứu trong luận án này tập trung vào nghiên cứu và phát 

triển các mô hình dự báo phân vùng lũ quét với độ chính xác cao. Đây cũng là 

thành tố quan trọng trong quy trình đánh giá rủi ro thảm họa thiên tai. Để thống 
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nhất về thuật ngữ, mô hình dự báo phân vùng lũ quét trong luận án này được 

định nghĩa là dự báo không gian (vị trí) nơi có khả năng xảy ra lũ quét. 

1.2  Khái niệm về lũ quét 

Trên thế giới, theo Tổ chức Khí tượng Thế giới (WMO) [230], lũ quét là 

một hình thái lũ xảy ra trong thời ngắn, thường xuất hiện ở khu vực có độ dốc 

lớn, các lớp đất bề mặt mỏng, và thời gian diễn ra nhanh, khó phát hiện, dự 

báo và phòng tránh. Theo Hiệp hội Khí tượng Hoa Kỳ (AMS), lũ quét là một 

dạng lũ đặc thù, nơi mức nước dâng lên và giảm xuống nhanh chóng và ít có 

dấu hiệu báo trước,  thường là kết quả của đợt mưa lớn xảy ra trên một khu 

vực tương đối nhỏ [231]. Theo Cơ quan Dịch vụ Khí tượng Mỹ (AMS)[188], 

lũ quét là loại lũ lên và xuống rất nhanh mà có ít hoặc hầu như không có cảnh 

báo trước do mưa lớn xảy ra trên khu vực tương đối nhỏ. Theo Younis and 

Thielen [236], lũ quét được định nghĩa bằng sự xuất hiện với tốc độ nhanh sau 

lượng mưa cục bộ với cường độ mạnh.  

Tại Việt Nam, theo Cao Đặng Dư và Lê Bắc Huỳnh [7], lũ quét thường là 

những trận lũ lớn, xảy ra bất ngờ, tồn tại trong một thời gian ngắn, lên nhanh, 

xuống nhanh, dòng chảy xiết, và có hàm lượng chất rắn cao gây ra sức tàn phá 

lớn. Ở nghiên cứu khác, theo Ngô Đình Tuấn [17], lũ quét là loại lũ có tốc độ 

rất lớn, xảy ra bất ngờ, thường xuyên xuất hiện vào ban đêm, trên một diện 

tích nhỏ hay lớn, duy trì trong một thời gian ngắn hay dài mang nhiều bùn cát, 

có sức tàn phá lớn. Theo Lã Thanh Hà và Ngô Trọng Thuận [16], lũ quét là lũ 

hình thành do mưa kết hợp với các tổ hợp bất lợi về điều kiện địa hình, địa 

mạo, lớp phủ, sinh ra dòng chảy bùn đá trên các sườn dốc. Dòng chảy lũ 

thường rất nhanh có thể gây ra những tàn phá bất ngờ và nghiêm trọng ở khu 

vực sườn núi và dọc sông. 

Nhìn chung, lũ quét là hiện tượng xảy ra bất ngờ và đột ngột, thường 

diễn ra trong khoảng thời gian ngắn, thường dưới sáu giờ, đồng thời có mưa 
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lớn hoặc mưa liên tục [27]. Những trận lũ quét có thể cuốn theo những vật thể 

nguy hiểm do thủy lực lớn và tạo ra những ảnh hưởng tự nhiên đặc biệt nguy 

hiểm đối với cơ sở hạ tầng và đời sống con người [122, 245]. Hậu quả của lũ 

quét thường gây ra rất nặng nề cho các nước trên thế giới [33, 96, 103, 171], 

do đó, con người cần phải chuẩn bị và phòng tránh kịp thời để giảm thiểu 

thiệt hại. 

1.3  Tổng quan tình hình nghiên cứu lũ quét trên thế giới 

Nghiên cứu về phân vùng và dự báo lũ lụt nói chung và lũ quét nói 

riêng là một lĩnh quan trọng nhận được sự quan tâm lớn từ cộng đồng các nhà 

nghiên cứu. Có rất nhiều mô hình, phương pháp và công cụ đã được phát triển 

để giải quyết vấn đề này, bao gồm từ các mô hình giản đơn cho đến các hệ 

thống mô hình toán học phức tạp [172, 229]. Về cơ bản, có thể phân chia 

thành ba nhóm chính: Nhóm 1: các mô hình phân tích thống kê; Nhóm 2: các 

mô hình mô phỏng quan hệ lượng mưa-dòng chảy; và Nhóm 3: các mô hình 

dựa theo giả thuyết thống kê “on-off” [213]. 

Các mô hình Nhóm 1 thường sử dụng dữ liệu đa thời gian thu thập từ 

các trạm quan trắc mực nước và mức độ lũ trong khoảng thời gian dài để xây 

dựng các mô hình hồi quy. Sau đó các mô hình này được áp dụng để nội suy 

ra toàn lưu vực, từ đó có thể dự báo các kịch bản xảy ra lũ lụt theo cả vị trí và 

thời gian [65, 157, 238], chẳng hạn như các mô hình Copula [241], mô hình 

Gumbel hỗn hợp [238], mô hình tích hợp Gumbel–Hougaard Copula [240], 

mô hình tần xuất thống kê [42]. Tuy nhiên, trong thực tế, dữ liệu quan trắc 

trong chu kỳ dài thường rất hiếm, đặc biệt tại các nước đang phát triển như 

Việt Nam. 

Nhóm 2 gồm các mô hình được phát triển dựa trên mô phỏng mối quan 

hệ giữa lượng mưa dòng chảy. Đây là nhóm các mô hình được sử dụng rộng 

rãi nhất hiện nay trong quản lý lưu vực và dự báo lũ [40, 60, 166]. Rất nhiều 



15 

  

các mô hình Lượng mưa - Dòng chảy đã được phát triển thành công, từ các 

mô hình thực nghiệm cho đến các mô hình thủy văn- thủy lực phức tạp. Trong 

khi các mô hình thực nghiệm sử dụng dữ liệu đa thời gian tại các trạm quan 

trắc để xây dựng các mô hình hồi quy Lượng mưa-Dòng chảy [47] [149], thì 

các mô hình thủy văn-thủy lực, chẳng hạn như mô hình HEC-HMS/RAS 

[131], HYDROTEL [86], Wetspa [148], SWAT [123], MIKE [206], 

KINEROS2/AGWA[95], và HiResFlood-UCI [168] tập trung vào việc mô 

phỏng các quá trình lan truyền dòng chảy bề mặt thông qua một tập hợp các 

phương trình toán học phức tạp [34, 41, 43, 59, 97]. Nhìn chung, nhóm các 

mô hình này cần dữ liệu theo dõi thủy văn đủ dài tại các trạm quan trắc để có 

thể mô hình hóa và dự báo chính xác vị trí và thời điểm lũ lụt. Tuy nhiên, đối 

với các nước đang phát triển khi mà mật độ các trạm quan trắc rất thưa, thời 

gian quan trắc không đủ dài gây khó khăn trong việc phát triển các mô hình 

dự báo lũ lụt có độ chính xác cao [83]. Về cơ bản, do tính chất phi tuyến và 

phức tạp của lũ quét, các mô hình mô phỏng lượng mưa-dòng chảy vẫn đang 

gặp nhiều khó khăn để có thể dự báo lũ lụt độ chính xác cao khi mật độ các 

trạm quan trắc thấp [136]. 

 Để giải quyết hạn chế về trạm quan trắc, trong vài năm trở lại đây, 

hướng tiếp cận mới thuộc Nhóm 3 được đề xuất [52, 202, 204]. Theo đó, các 

mô hình này không sử dụng dữ liệu quan trắc thủy văn để dự báo lũ lụt. Thay 

vào đó, các mô hình này phát triển dựa vào giả thuyết thống kê rằng, lũ quét 

sẽ xảy ra tại những khu vực có điều kiện tương đồng với nơi đã xảy ra lũ quét 

trong quá khứ [199, 210]. Quá trình này đòi hỏi phải thu thập được bản đồ 

hiện trạng lũ quét đã xảy ra trong khu vực [208].  

Quá trình mô hình hóa phân vùng và dự báo lũ quét trở thành bài toán 

máy học phân loại hai lớp: lớp lũ quét và không lũ quét, được gọi tắt là phân 

loại "on-off". Trị xác xuất thuộc về lớp lũ quét được sử dụng làm chỉ số dự 
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báo lũ quét. Mặc dù các mô hình này không dự báo thời điểm xảy ra lũ quét, 

nhưng lại có khả năng phân định các khu vực có xác suất xảy ra lũ quét độ 

chính xác cao. Vì vậy, các mô hình này trở thành công cụ hữu ích trong quản 

lý và phòng chống lũ, đặc biệt là khi áp dụng cho khu vực rộng lớn.  

Các mô hình trong Nhóm 3 bao gồm nhiều phương pháp và kỹ thuật 

khác nhau để mô hình hóa và dự báo lũ quét như mô hình phân tích thứ bậc 

AHP [127], mô hình tần xuất thống kê [142, 203], mô hình hồi quy Logistic 

[82, 200], mô hình trọng số Bayesian [202], và mô hình dựa trên hệ logic mờ 

[181]. Vấn đề lũ quét là một thách thức lớn do tính chất phi tuyến và phức tạp 

nên gặp nhiều khó khăn trong mô hình hóa và dự báo. Do đó, trong vài năm 

trở lại đây, các mô hình trí tuệ nhân tạo và kỹ thuật khai phá dữ liệu mới bắt 

đầu được nghiên cứu với kết quả ban đầu hết sức hứa hẹn, bao gồm mô hình 

nơ-ron nhân tạo đa lớp [130, 195], mô hình cây quyết định [201], máy học hỗ 

trợ vector [204], K-Láng giềng gần nhất  [146], mô hình cây hồi quy M5 

[193], mô hình neural-fuzzy (nơ-ron - mờ) [216], mô hình rừng ngẫu nhiên 

[144], mô hình lai ghép Bayesian [209], mô hình kết hợp cây phân loại và hồi 

quy logic [54].  

Vì lũ quét xảy ra phụ thuộc nhiều vào tính chất địa hình, địa chất, thủy 

văn khu vực, do vậy, vấn đề tối ưu hóa mô hình bắt đầu được xem xét, bao 

gồm mô hình lai ghép giữa hệ logic mờ và mạng trí tuệ nhân tạo, kết hợp với 

tối ưu hóa [214]. Kết quả cho thấy mô hình đề xuất có độ chính xác cao, tốt 

hơn các mô hình trí tuệ nhân tạo khác như mô hình mạng nơ-ron nhân tạo đa 

lớp, mô hình cây quyết định, và mô hình máy học hỗ trợ vector. 

Về tổng thể, nghiên cứu lũ lụt trên thế giới hiện nay tập trung vào phát 

triển mô hình, thành lập các bản đồ phân vùng và dự báo độ chính xác cao 

trên cơ sở ứng dụng các mô hình trí tuệ nhân tạo, khai phá dữ liệu, mô hình 

lai ghép, kết hợp với các kỹ thuật tối ưu hóa mới. Những tiến triển trong các 
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lĩnh vực này có thể giúp nâng cao khả năng dự báo và phòng tránh lũ lụt, 

đồng thời mang lại thông tin quan trọng cho quản lý thảm họa và phát triển 

chiến lược phòng chống lũ lụt hiệu quả. 

1.4  Tổng quan tình hình nghiên cứu lũ quét tại Việt Nam 

Tại Việt Nam, nhiều nghiên cứu về lũ quét đã được thực hiện, với một 

số nghiên cứu đáng chú ý bao gồm: 

Cao Đặng Dư và nhóm nghiên cứu [6, 8, 9]  đã tiến hành nghiên cứu 

điều tra lũ quét trong giai đoạn 1951-2001 trên toàn lãnh thổ Việt Nam. Kết 

quả nghiên cứu cho thấy rằng lũ quét trên sườn dốc là một hiện tượng phổ 

biến với mưa được xác định là bản đồ thành phần ảnh hưởng quan trọng nhất. 

Để đánh giá nguy cơ lũ quét, nhóm nghiên cứu đã phân vùng thành bốn cấp 

nguy cơ [6] rất cao, cao, trung bình, thấp. Ngoài ra lượng mưa là yếu tố quan 

trọng ảnh hưởng đến lũ quét sườn dốc. Vì vậy, để tăng tính khách quan của 

kết quả nghiên cứu, nên cân nhắc sử dụng nhiều phương pháp và nguồn dữ 

liệu khác nhau, cũng như phương pháp chuyên gia trong lĩnh vực liên quan để 

đưa ra kết luận chính xác và đầy đủ hơn. 

Đào Minh Đức và nhóm nghiên cứu [10], đã tiến hành nghiên cứu về 

nguy cơ lũ quét trên lưu vực suối Nghĩa Đô, huyện Bảo Yên, tỉnh Lào Cai sử 

dụng phương pháp thống kê với mục tiêu giải thích cả quy luật về không gian 

và thời gian hình thành lũ quét. Kết quả nghiên cứu cho thấy biến động của lũ 

quét trên suối Nghĩa Đô diễn ra nhanh chóng và bất ngờ, chủ yếu phụ thuộc 

vào lượng mưa trong khoảng 24 giờ. Đặc biệt, chỉ cần lượng mưa 24 giờ vượt 

quá 29 mm là đủ để tạo ra lũ quét..  

Đào Văn Thịnh [11] đã tiến hành nghiên cứu điều tra hiện trạng lũ quét, 

sau đó sử dụng kiến thức chuyên gia, đi tìm nguyên nhân xảy ra trong mối 

quan hệ với các bản đồ thành phần địa hình, địa chất và khí hậu, cuối cùng, đề 

xuất một số giải pháp phòng tránh. Tuy nhiên, phương pháp sử dụng kiến 
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thức chuyên gia để gán trọng số và chồng gộp các thành phần trong bản đồ 

kết quả có thể gây ra tính chủ quan và phụ thuộc vào trình độ chuyên môn của 

người thực hiện nghiên cứu. Vì vậy, cần có thêm các phương pháp khác nhau 

trong đánh giá nguy cơ lũ quét để đảm bảo tính khách quan và độ chính xác 

của kết quả.  

Dương Thị Lợi và Đặng Phương Lan [13] đã thực hiện nghiên cứu 

nhằm xác định các khu vực có nguy cơ lũ quét cao dựa vào đặc điểm thực tế 

của khu vực nghiên cứu, sử dụng mô hình đa chỉ tiêu. Trong nghiên cứu này, 

các tiêu chí như độ dốc, hiện trạng sử dụng đất, thành phần cơ giới đất và 

lượng mưa được lựa chọn và đánh trọng số tương ứng với mức độ ảnh hưởng 

của các yếu tố đó đến tiềm năng lũ quét tại khu vực nghiên cứu. Phương pháp 

phân tích thứ bậc AHP được sử dụng để xác định mối tương quan so sánh 

giữa các tiêu chí và xây dựng bản đồ phân vùng nguy cơ lũ quét. 

Hồ Tiến Chung và nhóm nghiên cứu[14] đã tập trung vào việc nghiên 

cứu và dự báo hiện trạng lũ quét và trượt lở đất dọc theo tuyến Quốc Lộ 32 ở 

các tỉnh Yên Bái và Lai Châu trong gian đoạn 2008-2010. Nghiên cứu đã đưa 

ra nguyên nhân gây trượt lở, lũ quét đồng thời phân vùng dự báo trượt lở và lũ 

quét. Các biện pháp  phòng tránh và giảm thiểu thiệt hại do tai biến địa chất 

trượt lở và lũ quét cũng được đề xuất trong nghiên cứu này. 

Lã Thanh Hà và nhóm nghiên cứu [15], tập trung vào việc mô phỏng 

lại trận lũ quét lịch sử gây thiệt hại lớn tại tại lưu vực suối Phà, xã Cát Thịnh 

Cát, huyện Văn Chấn, tỉnh Yên Bái vào đêm 27/9/2005. Trong nghiên cứu này, 

họ đã sử dụng một phương pháp kết hợp thực địa, mô hình thủy văn – thủy lực 

và GIS. Nghiên cứu áp dụng mô hình HEC-HMS và HEC-RAS trên nền tảng 

phần mềm ArcView. Kết quả mô phỏng lưu lượng của mô hình khá phù hợp 

với dữ liệu đo lưu lượng và vết lũ. Tuy nhiên, việc thực hiện các mô hình này 

trên khu vực thiếu trạm quan trắc thủy văn có thể gặp nhiều khó khăn. 
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Ngô Thị Phượng và nhóm nghiên cứu [18] đã tập trung vào  tình hình 

trượt-lở, lũ quét-lũ bùn đá đã xảy ra ở khu vực huyện Yên Minh và huyện 

Hoàng Su Phì, huyện Xín Mần tỉnh Hà Giang. Nghiên cứu này bao gồm các 

phần như giới thiệu về tình hình  hiện tại của các hiện tượng thiên tai này và 

dự báo nguy cơ trượt-lở và lũ quét-lũ bùn đá, đồng thời cũng đề xuất  những 

giải pháp phòng tránh để giảm thiểu nguy cơ và thiệt hai do trượt-lở và lũ 

quét-lũ bùn đá. 

Nguyễn Khắc Hải [20] tập trung vào ứng dụng mô hình mạng trí tuệ 

nhân tạo để mô phỏng và dự báo lũ quét cho một số lưu vực sông nhỏ như: 

sông Dinh - Bình Thuận, Nậm La – Sơn La, sông Vệ - Quảng Ngãi. Kết quả 

nghiên cứu đã so sánh quá trình lưu lượng giữa mô phỏng và thực tế là tốt. 

Đây là kết quả nghiên cứu đáng chú ý về ứng dụng mô hình mạng trí tuệ nhân 

tạo để mô phỏng và dự báo lũ quét cho các lưu vực sông nhỏ. Tuy nhiên, để 

nâng cao tính ứng dụng của mô hình, việc nội suy  trên toàn bộ lưu vực cần 

được xem xét. Nên cần phải lựa chọn và kết hợp các mô hình khác, sử dụng 

các công nghệ kỹ thuật mới để khắc phục việc còn thiếu các dữ liệu quan trắc 

và nâng cao độ chính xác trong dự báo lũ quét là một việc hết sức quan trọng. 

Nguyễn Ngọc Thạch [21] tập trung vào việc xây dựng bản đồ nguy cơ 

lũ quét cho các địa phương như tỉnh Vĩnh Phúc, tỉnh Bắc Kạn và huyện Pắc 

Nậm, Bắc Kạn. Bản đồ thành phần lũ quét được xác định dựa trên các thành 

phần: độ dốc trung bình phụ lưu, lớp phủ thực vật và mưa cực đại năm. Tác 

giả sử dụng phương pháp AHP để xác định trọng số nhân tố ban đầu cho các 

yếu tố và sử dụng lũ quét quá khứ để hiệu chỉnh và kiểm chứng kết quả. Điểm 

mới của nghiên cứu là việc đưa thêm nhân tố dòng chảy tích lũy. Tuy nhiên, 

độ chính xác dự báo của mô hình AHP là thấp so với các mô hình máy học 

nên cần nghiên cứu các mô hình máy học mới cho lĩnh vực lũ quét. 
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Nguyễn Ngọc Việt [22] nghiên cứu xây dựng bản đồ phân vùng lũ quét 

cho hai huyện Mai Châu và Kim Bôi. Sau đó thiết lập trạm quan trắc đo mưa, 

phân tích, và đưa ra dự báo lũ quét. Từ đó, đề xuất các biện pháp quản lý, 

giám sát phòng chống thiên tai. Tuy nhiên, kiến thức chuyên gia vẫn được sử 

dụng để gán trọng số cho các bản đồ thành phần. Do vậy, chất lượng phân 

vùng và dự báo lũ lụt vẫn mang tính chủ quan cao.  

Nguyễn Trọng Yêm và nhóm nghiên cứu[23] tập trung vào đánh giá tai 

biến môi trường tự nhiên và xây dựng bản đồ phân vùng để tìm giải pháp 

phòng chống và giảm nhẹ thiệt hại. Nhìn chung, nghiên cứu này đặt ra các cơ 

sở cho việc hiểu và ứng phó với tai biến môi trường tự nhiên thông qua sự kết 

hợp của đánh giá, phân vùng và đề xuất giải pháp phòng chống. 

Báo cáo của Viện Khoa học Khí tượng Thủy văn và Biến đối khí hậu 

[26] về dự án điều tra, khảo sát, phân vùng và dự báo khả năng xuất hiện lũ 

quét ở miền núi Việt Nam được thực hiện từ năm 2010 đến năm 2018 với 2 

giai đoạn. Trong đó, giai đoạn 1 của dự án được thực hiện từ năm 2010 đến 

2012 tại 14 tỉnh vùng miền núi Bắc Bộ; giai đoạn 2 từ năm 2013 – 2018 tại khu 

vực miền Trung và Tây Nguyên. Kết quả đã đạt được những thành tựu đáng kể, 

đặc biệt là việc xác định nguy cơ và phân vùng lũ quét. Các kết quả này có thể 

làm cơ sở cho việc thực hiện các biện pháp dự báo và phòng tránh lũ quét ở các 

khu vực miền núi Việt Nam, giúp giảm thiểu thiệt hại do lũ quét gây ra. 

Để giải quyết khó khăn trong mô hình hóa và dự báo lũ quét do thiếu 

hoặc không có trạm quan trắc, những năm gần đây, hướng tiếp cận mới cho lũ 

quét được đề xuất, được đặt tên là phân loại “on-off ” [202, 204, 217]. Bùi 

Tiến Diệu và nhóm nghiên cứu [217] đã đề xuất mô hình neural-fuzzy kết hợp 

với tối ưu hóa cho phân vùng dự báo vị trí lũ quét. Ngoài ra, Bùi Tiến Diệu và 

Hoàng Nhật Đức [209] phát triển mô hình tích hợp thống kê Bayer, được đặt 

tên là BayGmmKda, dự báo vị trí lũ quét. Kết quả nghiên cứu cho thấy mô 



21 

  

hình này đạt độ chính xác cao trong dự báo vị trí xảy ra lũ quét mà không yêu 

cầu dữ liệu thủy văn tại các trạm quan trắc. Các kết quả nghiên cứu này có ý 

nghĩa lớn trong  công tác quản lý lũ cho các lưu vực. Tuy nhiên, điểm hạn chế 

của cách tiếp cận này là chưa thể dự báo được thời điểm chính xác khi nào lũ 

quét sẽ xảy ra. 

Nhìn chung, các nghiên cứu trên là bước khởi đầu cho nghiên cứu lũ 

quét rất tích cực, cung cấp tư liệu điều tra thống kê tốt về lũ quét, đã lý giải 

được phần nào nguyên nhân hình thành lũ quét, đã xác định được các bản đồ 

thành phần ảnh hưởng lũ quét. Tuy nhiên để nâng cao độ chính xác dự báo, 

phục vụ công tác quản lý lưu vực và giảm thiểu thiệt hại do lũ quét gây ra thì 

cần phải nghiên cứu để áp dụng những tiến bộ khoa học và công nghệ mới 

vào lĩnh vực này. 

1.5  Điểm mới được phát triển trong luận án 

Luận án phát triển các mô hình dự báo và phân vùng lũ quét dựa trên 

giả thuyết thống kê “on-off” [213], thuộc nhóm 3 đã trình bày trong mục 1.2 

bên trên. Theo đó, những vấn đề được phát triển trong luận án này như sau: 

Điểm mới 1: Nghiên cứu ứng dụng ảnh Radar Sentinel-1, độ phân giải 

10 m, chu kỳ bay lặp 12 ngày, thành lập bản đồ hiện trạng lũ quét. 

Như trình bày bên trên, mặc dù hướng nghiên cứu nhóm 3 này không 

đòi hỏi bắt buộc dữ liệu quan trắc tại các trạm thủy văn như các mô hình 

truyền thống, tuy nhiên lại đòi hỏi phải có dữ liệu hiện trạng lũ quét đã xảy ra 

tại khu vực trong quá khứ và hiện tại. Để có bản đồ hiện trạng lũ quét, các 

nghiên cứu trên thế giới hiện tại hầu hết sử dụng máy đo GPS cầm tay để xác 

định vết lũ ngoài thực địa. Việc ứng dụng ảnh quang học xác định vết lũ quét 

là không khả thi do ảnh hưởng của mây. Trong khi đó, các ảnh radar truyền 

thống do chu kỳ bay lặp dài và độ phân giải thấp, việc xác định vết lũ quét rất 
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khó khăn. Do vậy, trong luận án này, ảnh Radar Sentinel-1 được xem xét và 

ứng dụng thành công cho xác định lũ quét tại Viêt Nam. 

Điểm mới 2: Nghiên cứu các mô hình trí tuệ nhân tạo mới nhằm nâng 

cao độ chính xác cho dự báo và phân vùng lũ quét. Các mô hình này lần đầu 

tiên được nghiên cứu ứng dụng lũ quét, cụ thể bao gồm: 

- Phát triển được mô hình FA-LM-ANN mới cho cảnh báo lũ quét. Mô 

hình này là sự kết hợp các thuật toán ANN, Firefly Algorithm (FA) và  

Levenberg – Marquardt (LM),  cho phép tự động tìm kiếm, cập nhật và tối ưu 

hóa trọng số của mô hình dự báo lũ quét.  

- Phát triển được mô hình PSO-ELM mới cho cảnh báo lũ quét. Mô 

hình này xây dựng dựa trên sự kết hợp thuật toán máy học cực độ Extreme 

Learning Machines (ELM) và thuật toán tối ưu hóa Particle Swarm 

Optimization (PSO).  

- Phát triển được mô hình Ensemble learning mới cho cảnh bảo lũ quét. 

Đây là mô hình tích hợp các thuật toán di truyền GA (Genetic Algorithm), 

thuật toán luật mờ FURIA, thuật toán cây quyết định (Decision Trees). 
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CHƯƠNG 2: KHU VỰC NGHIÊN CỨU VÀ CƠ SỞ KHOA HỌC 

2.1 Lựa chọn khu vực nghiên cứu  

Việt Nam hiện nằm trong tốp mười các nước bị ảnh hưởng nặng nề 

nhất về thiên tai do biến đổi khí hậu với bão, áp thấp nhiệt đới, lũ lụt, sạt lở 

đất và hạn hán [64]. Trong đó, lũ quét là thảm họa thiên nhiên khốc liệt gây ra 

mức độ tàn phá lớn nhất tại Việt Nam, đặc biệt là các tỉnh miền núi phía Bắc. 

Trong các năm gần đây, biến đổi khí hậu đã tạo ra các hình thái thời tiết bất 

thường, không theo quy luật, trong đó mưa lớn và lũ quét đã xảy ra ngày càng 

nghiêm trọng, gây thiệt hại rất lớn đến kinh tế - xã hội, tính mạng người dân; 

làm ảnh hưởng lớn đến các chỉ tiêu phát triển kinh tế - xã hội. Điển hình gần 

đây nhất là trận lũ quét xảy ra vào đầu tháng 8 năm 2017, đã làm 44 người 

chết và mất tích, gây thiệt hại kinh tế ước tính 1.190 tỷ đồng; được đánh giá là 

trận lũ quét lớn nhất trong khoảng 70 năm qua. Theo báo cáo của Tổng cục 

Phòng chống thiên tai, năm 2018 thiên tai xảy ra liên tiếp trên các vùng miền 

cả nước và gây thiệt hại về kinh tế ước tính 20.000 tỷ đồng, làm 218 người 

chết và mất tích [24].  

Trong các tỉnh thuộc miền núi phía bắc, Lào Cai là nơi ảnh hưởng nặng 

nề nhất bởi lũ quét. Đây là tỉnh nằm chính giữa vùng Đông Bắc và vùng Tây 

Bắc của Việt Nam. Lào Cai có tọa độ địa lý từ 210 48‘ đến 220 50‘ vĩ độ Bắc và 

từ 1020 32‘ đến 1040 38‘ độ kinh Đông. Tổng diện tích khoảng 6.383,88 km2 và 

đơn vị hành chính gồm 1 thành phố Lào Cai và 8 huyện là Sa Pa, Bát Xát, 

Bảo Yên, Bảo Thắng, Si Ma Cai, Văn Bàn, Mường Khương, Bắc Hà. Do điều 

kiện địa hình, Lào Cai nằm trong vùng trọng điểm của lũ quét. Tại đây, đã 

xảy ra nhiều trận lũ quét trong quá khứ gây thiệt hại lớn.  

Chẳng hạn, trận lũ quét xảy ra ở huyện Bát Xát (tỉnh Lào Cai) vào 

tháng 8/2016 đã nhanh chóng nhấn chìm một cây cầu treo và cuốn trôi 10 

người dân địa phương. Trong tháng 6/2018, theo Ban Chỉ đạo Trung ương 
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về phòng chống thiên tai, lũ quét xảy ra ở vùng Tây Bắc làm hư hỏng 80 

ngôi nhà và hơn 700 ha ruộng lúa; tổng thiệt hại ước tính là 23,2 triệu USD 

[93]. Rạng sáng ngày 22/10/2018, lũ quét kèm theo sạt lở đã xảy ra ở xã 

Nghĩa Đô, huyện Bắc Yên, tỉnh Lào Cai đã gây thiệt hại về rau màu (183 

ha), chăn nuôi (3,177 con) và hệ thống thủy lợi, điện, nước sinh hoạt bị ảnh 

hưởng nặng nề và thiệt hại kinh tế ước tính hơn 20 tỷ đồng [12]. Điển hình 

như các trận lũ quét xảy ra năm 2012, 2016, 2017 và 2018 gây thiệt hại về 

người và tài sản lên đến hàng nghìn tỷ đồng [1-5]. Do vậy, trong luận án 

này, tỉnh Lào Cai được lựa chọn.  

 

Hình 2.1 VΠ trí khu vχc nghiên cοu 

Do điều kiện ngân sách và thời gian, các nghiên cứu chỉ tập trung tại 

hai huyện, Bắc Hà và Bảo Yên. Hai huyện này bao phủ một vùng diện tích 

vào khoảng 1510,4 km2, có tọa độ địa lý từ 22°5′ đến 22°40′ vĩ độ Bắc và từ 

104°10′ đến 105°37′ độ kinh Đông, độ cao trải từ 38,9 m tới 1878,69 m trên 
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mực nước biển, với độ cao trung bình là 538,1m. Các khu vực với độ dốc từ 

100 độ tới 400 độ, chiếm 85,4% tổng diện tích nghiên cứu, trong đó trung bình 

11,5% tổng khu vực nghiên cứu có độ dốc thấp hơn 100 và diện tích có độ dốc 

lớn hơn 400 chỉ chiếm 3.1% tổng diện tích nghiên cứu.  

Đây là khu vực miền núi điển hình với mạng lưới sông ngòi phức tạp. 

Trong vùng có 2 sông lớn là Sông Hồng và Sông Chảy. Sông Hồng là dòng 

sông lớn nhất chia đôi tỉnh Lào Cai và chảy qua vùng Bắc Hà và Bảo Yên 

với độ dài khoảng 28,7 km, lưu lượng dòng chảy khá lớn. Sông Chảy là 

dòng sông lớn chảy từ Bắc xuống Nam với độ dài ước tính là 91,6 km, có 

độ dốc lớn, dòng chảy xiết, là thượng nguồn chính của thuỷ điện Thác Bà, 

có nhiều thác gềnh ở phía Bắc.  

Bắc Hà và Bảo Yên là vùng đồi núi điển hình với khí hậu lạnh khô từ 

tháng mười đến tháng ba. Đáng chú ý là, gió mùa nhiệt đới trong mùa mưa 

thường xảy ra từ tháng 4 đến tháng 9. Lượng mưa hàng năm thay đổi từ 

12,7mm (tháng mười hai) đến 540 mm (tháng tám) và tổng lượng mưa là 

1843,7 mm (được đo ở trạm Bắc Hà vào năm 2016) [98]. Lượng mưa vào 

mùa mưa chiếm đến hơn 80% tổng lượng mưa năm. Mưa tập trung chủ yếu 

vào tháng 6, 7, 8 với tổng lượng mưa của ba tháng này chiếm tới hơn 50% 

lượng mưa hằng năm từ năm 2010-2016 [98]. Nhiệt độ trung bình hằng năm 

thay đổi từ 19,270 C đến 23,770 C với nhiệt độ hằng tháng thấp nhất là 12,10 C 

vào tháng 1 (đo ở trạm Bắc Hà) và nhiệt độ hàng tháng cao nhất là 29,50 C 

vào tháng 6 (đo ở trạm Bắc Hà)[98].  

Theo Tổng cục Thống kê Việt Nam vào năm 2017, tổng số dân của Bắc 

Hà và Bảo Yên là 145.208 người, chủ yếu là người dân tộc thiểu số với điều 

kiện kinh tế và giáo dục còn hạn chế, cùng với sự phát triển dân số tự phát và 

nạn chặt phá rừng [138], nên có nguy cơ xảy ra các tai biến thiên nhiên cao 

đặc biệt là lũ quét. Hàng năm, Bắc Hà và Bảo Yên thường đón những trận 
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mưa dữ dội, nặng hạt, ví dụ, lũ quét xảy ra vào ngày 12 tháng 9 năm 2012 ở 

Nậm Chăm, huyện Bắc Hà đã làm 12 người chết và phá hủy rất nhiều nhà 

cửa. Mưa bão lớn và khắc nghiệt do áp thấp nhiệt đới xảy ra trong 3 ngày 10-

12 tháng 10 năm 2017 ở miền Bắc Việt Nam (bao gồm cả khu vực Bắc Hà và 

Bảo Yên) gây ra lũ quét lớn và phá hủy hơn 16 nghìn ngôi nhà. 

2.2 Cơ sở khoa học  

2.2.1. Ph̯̭ng ph§p luͻn phát hiΜn lȈ qu®t sσ dλng ͩ nh Radar Sar Sentinel-1 

2.2.1.1 Dυ liΜu ͩ nh Radar Sar Sentinel-1 

Mô hình phân vùng khu vực có nguy cơ lũ quét sử dụng thuật toán máy 

học trong luận án này đòi hỏi bản đồ hiện trạng lũ quét trong đó thể hiện các 

vùng lũ quét đã xảy ra trong quá khứ và hiện tại [44, 209]; do đó, việc thành 

lập một bản đồ hiện trạng lũ quét là vấn đề then chốt và là nhiệm vụ bắt buộc. 

Trước đây, việc lập bản đồ hiện trạng lũ quét vẫn là rất khó khăn, bởi vì khác 

với lũ thường, lũ quét thường xảy ra trong khoảng thời gian ngắn, phạm vi lũ 

quét không quá lớn, do vậy rất khó để quan sát và phát hiện [44]. Để thành lập 

bản đồ hiện trạng lũ quét, ảnh quang học không phù hợp bởi lũ quét thường 

xảy ra khi thời tiết xấu và trời nhiều mây [209]. Do vậy, hầu hết các nghiên 

cứu đã công bố trước đây đều thu thập những sự kiện lũ quét sử dụng GPS 

cầm tay và khảo sát thực địa. Công việc này rất tốn thời gian và không hiệu 

quả về chi phí, ví dụ ở các nghiên cứu của Tehrany cùng cộng sự [204] và 

Khosravi cùng cộng sự [129].  

Trong nghiên cứu này, dữ liệu ảnh Sentinel-1A chụp tại thời điểm 

trước và sau khi xảy ra lũ quét được sử dụng để thành lập bản đồ hiện trạng lũ 

quét. Sentinel-1A là vệ tinh không gian được phóng vào ngày 3 tháng 4 năm 

2014 bởi Cơ quan Vũ trụ Châu Âu (ESA) trong chương trình Copernicus 

[66]. Vệ tinh này có thời gian lặp lại chu kỳ là 12 ngày, cung cấp dữ liệu SAR 
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C-band (bước sóng 3.75 cm-7.5cm, tần số 4-8GHz) ở 4 chế độ thu nhận ảnh 

là  Interferometric Wide-Swath (IW), Extra Wide Swath (EW), Wave mode 

(WV) và Strip Map(SM) (Bảng 2.1). 

Bảng 2.1. Đặc điểm của ảnh vệ tinh Sentinel-1[25] 

TT 
Chế độ 

chụp 

Góc 

nghiêng 

Độ phân 

giải không 

gian (m) 

Kích thước 

dải chụp 

(km) 

Phân cực 

1 IW 29 - 46 5 x 20 250 HH+HV,VH+VV,HH,VV 

2 EW 19 - 47 20 x 40 400 HH+HV,VH+VV,HH,VV 

3 SM 20 - 45 5 x 5 80 HH+HV,VH+VV,HH,VV 

4 WV 
22 -35 

5 x 5 20 HH,VV 
35 -38 

Dữ liệu phân cực kép VV đã được lựa chọn do có khả năng cung cấp 

kết quả tốt hơn dữ liệu phân cực chéo VH trong nghiên cứu về lũ lụt [61, 75, 

80, 220]. Do đó, tổng số 4 ảnh (Bảng 2.2) được lấy ở chế độ IW (swath width 

250 km và độ phân giải không gian 10 m), định dạng GRD (Ground Range 

Detected) mức độ 1, và hướng tăng dần. Dữ liệu ảnh Sentinel-1A được tải 

xuống từ trang WEB có địa chỉ: https://scihub.copernicus.eu/dhus/#/home. 

Bảng 2.2. Ảnh SAR Sentinel-1A sử dụng cho việc phát hiện lũ quét [177] 

Ngày chụp Chế độ Phân cực 
Quỹ 

đạo 
Hướng bay Ghi chú 

23/07/2017  IW VV 26 Nam-Bắc Trước lũ quét 

30/07/2017 IW VV 128 Nam-Bắc Trước lũ quét 

04/08/2017 IW VV 26 Nam-Bắc Sau lũ quét 

10/10/2017 IW VV 128 Nam-Bắc Sau lũ quét 

https://scihub.copernicus.eu/dhus/#/home
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2.2.1.2 Ph̯̭ng ph§p phát hiΜn lȈ qu®t sσ dλng ͩ nh Radar Sar Sentinel-1 

Nội dung nghiên cứu này đã được nghiên cứu sinh công bố ở bài báo 

[177]. Phương pháp luận được sử dụng để có được hiện trạng lũ quét cho 

vùng nghiên cứu là sử dụng ảnh SAR Sentinel-1A được thể hiện ở Hình 2.2. 

Phương pháp này sử dụng khái niệm phát hiện thay đổi nên cần phải có các 

cặp ảnh chụp trước và sau sự kiện lũ quét phải cùng hướng vệ tinh.  

 

Hình 2.2. Ph̯̭ng ph§p luͻn phát hiΜn lȈ qu®t sσ dλng ͩ nh  

Sentinel-1 [177] 

Quá trình xử lý ảnh Sentinel-1 GRD đã được nghiên cứu sinh công bố 

ở bài báo [19] bao gồm những bước chính sau: 

a) Bước tiền xử lý ảnh  
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Các dữ liệu ảnh Sentinel-1A được thực hiện trên phần mềm SNAP 

Toolbox. Các bước tiền xử lý ảnh bao gồm lọc bỏ nhiễu nhiệt, hiệu chỉnh bức 

xạ, lọc dữ liệu, nắn chỉnh hình học và cắt theo ranh giới khu vực nghiên cứu. 

Quá trình tiền xử lý ảnh Sentinel-1A được thực hiện gồm:  

- Việc loại bỏ nhiễu nhiệt giúp giảm sự gián đoạn giữa các dải phụ cho 

mọi cảnh trong các chế độ thu nhận nhiều vùng [76] 

- Hiệu chỉnh bức xạ để loại bỏ độ lệch bức xạ và đảm bảo giá trị pixel 

là trị tán xạ ngược của bề mặt phản xạ. Ảnh SAR thường được nhà cung cấp 

xử lý đến mức 1A nên sai số bức xạ thường vẫn còn tồn tại. Do vậy, hiệu 

chuẩn bức xạ làm tăng cường tính chính xác của dữ liệu SAR [190]. Tư liệu 

ảnh thử nghiệm sẽ được hiệu chuẩn và đưa về giá trị Sigma nought, sử dụng 

các thông số được cung cấp trong phần mềm SNAP Toolbox [84]. 

- Lọc dữ liệu bằng phép lọc Lee [140, 141] và thuật toán đa tìm kiếm 

để loại bỏ những nhiễu đốm trên ảnh.  

- Hiệu chỉnh hình học sử dụng SRTM DEM (Shuttle Radar Topography 

Mission - Digital Elevation Model) để hiệu chỉnh các biến dạng địa hình và 

chuyển về phép chiếu UTM48N-WGS84 của vùng nghiên cứu [76] 

- Khu vực nghiên cứu được cắt bằng chức năng Subset trong phần mềm 

SNAP. 

b) Xác định khu vực lũ quét trên tư liệu ảnh SAR 

Sau khi thực hiện bước tiền xử lý ảnh, tiến hành tích hợp các kênh ảnh 

trước và sau khi xảy ra lũ để khoanh vùng xác định các vị trí lũ quét. Phân 

tích ảnh tổ hợp màu trước và sau khi xảy ra lũ quét thì tại những khu vực có 

bề mặt thay đổi thì sẽ làm thay đổi giá trị tán xạ ngược. Do vậy, trên ảnh tổ 

hợp, các khu vực lũ quét xuất hiện các màu sắc khác biệt so với những khu 

vực xung quanh (Hình 2.3).   
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Hình 2.3. Phát hiΜn lȈ qu®t tr°n nͩh tΫ hιp màu Sentinel-1A  

Ľa thγi gian [19]  

Sau khi đã chiết xuất được các vị trí xảy ra lũ quét, cuối cùng, những 

kết quả này được kiểm tra trên thực địa bằng việc sử dụng GPS cầm tay (được 

mô tả chi tiết trong mục 3.1 chương 3). 

2.2.2 Nghiên cοu xây dχng mô hình mͧng Ṋ-ron nhân tͧ o FA-LM-ANN 

cho ph©n v½ng nguy c̭ lȈ qu®t 

2.2.2.1 Giαi thiΜu 

Mạng nơ-ron nhân tạo (ANN) đang được sử dụng phổ biến trong 

nghiên cứu lũ lụt [192, 237] và các tai biến thiên nhiên khác [29, 106, 125, 

176] trên thế giới, do khả năng xử lý và phân tích dữ liệu phi tuyến và đa biến 

với độ chính xác cao. Tuy nhiên, việc nghiên cứu ứng dụng mô hình ANN 

tích hợp với GIS cho dự báo báo lũ quét còn nhiều hạn chế. Bởi vì chất lượng 

dự báo của mô hình ANN phụ thuộc chủ yếu vào cách thức mà trọng số của 

mô hình được cập nhật và tối ưu hóa. Hiện tại, thuật toán lan truyền ngược 

Gradient vẫn đang được sử dụng rộng rãi nhất để cập nhật và tối ưu trọng 

số trong công tác huấn luyện mô hình ANN cho lũ lụt. Điểm mạnh của 

thuật toán này là quá trình huấn luyện rất nhanh và khả năng tối ưu hóa 

trọng số cao. Tuy nhiên, thuật toán này hay gặp lỗi tối thiểu cục bộ dẫn đến 
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việc huấn luyện mô hình ANN cho dự báo lũ quét đạt hiệu suất thấp, làm 

giảm đáng kể năng lực dự báo của mô hình [234]. 

Để giải quyết các hạn chế trên, nghiên cứu ứng dụng các thuật toán 

Metaheuristic cho huấn luyện ANN đã được một số học giả đề xuất trong vài 

năm trở lại đây, chẳng hạn như thuật toán Cuckoo Search Optimization 

(CSO)[91], Bat Optimization (BO)[137], Monarch Butterfly Optimizaation 

(MBO) [80], Shuffled Frog Algorithm [198], Kidney-Inspired Algorithm 

[121], Improved Particle Swarm Optimization [99]. Điểm kết luận chung của 

các nghiên cứu trên là các thuật toán Metaheuristic đã giúp tăng hiệu suất dự 

báo của mô hình ANN lên đáng kể. Theo Ojha và nnk [170], ứng dụng 

metaheuristic cho tối ưu hóa mô hình, bao gồm cả ANN, đang là hướng 

nghiên cứu nhận được sự quan tâm lớn của cộng đồng khoa học. 

Trong phần này, mô hình mới cho dự báo lũ quét được đề xuất và đặt 

tên là FA-LM-ANN. Theo đó, thuật toán tích hợp Firefly Algorith- Levenberg 

Marquardt (FA-LM) được đề xuất để tự động tìm kiếm, cập nhật và tối ưu hóa 

trọng số của mô hình ANN. Ở đây, FA đóng vai trò là công cụ tìm kiếm và tối 

ưu toàn cục, trong khi đó thuật toán LM làm nhiệm vụ tìm kiếm nội bộ, nhằm 

tối ưu hóa trọng số của mô hình ANN. Cuối cùng, công tác xây dựng mô hình 

FA-LM-ANN cho phân vùng nguy cơ lũ quét được tiến hành thực nghiệm 

cho hai huyện, huyện Bắc Hà và Bảo Yên (BHBY), thuộc tỉnh Lào Cai, Việt 

Nam. Đây là hai huyện được báo cáo thường xuyên chịu ảnh hưởng nặng nề 

của lũ quét hàng năm [167], chẳng hạn lũ quét xảy ra tháng 8 năm 2017 làm 

18 người chết, nhiều khu dân cư trong khu vực bị cô lập [224]. 

2.2.2.2 Thuͻt to§n c̭ sε 

× Mô hình mạng nơ-ron nhân tạo đa lớp 

Mạng nơ-ron nhân tạo đa lớp ANN là mô hình máy học được xây dựng 

dựa trên việc mô phỏng hoạt động của mạng nơ-ron sinh học của con người. 

Cấu trúc mạng ANN cơ bản gồm ba lớp kết nối với nhau: lớp đầu vào, lớp ẩn, 
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và lớp đầu ra (Hình 2.4). Trong lớp đầu vào, số nơ-ron được xác định chính là 

số lượng các bản đồ thành phần đầu vào cho nghiên cứu lũ quét. Với lớp ẩn, 

số lượng nơ-ron thường không biết trước, do đó cần phải nghiên cứu và thử 

nghiệm để xác định. Đối với lớp đầu ra, hai nơ-ron được sử dụng là nơ-ron 

«lũ quét» nơ-ron «Không lũ quét» 

Để ứng dụng mạng ANN cho phân vùng nguy cơ lũ quét, toàn bộ các 

điểm ảnh (pixel) trong khu vực nghiên cứu được phân thành thành hai lớp: 

lớp lũ quét (còn gọi là lớp «On» và lớp không lũ quét (còn gọi là lớp «Off»). 

Trị xác suất thuộc về lớp lũ quét của pixel được sử dụng là chỉ số để dự báo 

nguy cơ lũ quét tại vị trí pixel cho khu vực nghiên cứu. Bởi vậy, giả thuyết 

thống kê sử dụng cho mô hình hóa lũ quét trong nghiên cứu này còn được gọi 

là giả thuyết On – Off hoặc Binary Pattern Recognition (BPR). 

 

Hình 2.4. Cͫ u trúc mίt mô hình ANN cho ph©n v½ng nguy c̭ lȈ qu®t 

Giả sử ὢᶰὙ  là ma trận đầu vào được xây dựng từ bản đồ thành phần 

lũ quét, ὝᶰὙ  là ma trận đầu ra và được sử dụng để tính trị số dự báo lũ 

quét, trong đó D là số lượng các bản đồ thành phần lũ quét đầu vào, C = 2 thể 

hiện cho hai lớp, lớp không lũ quét (được mã hóa là C1 = -1) và lũ quét (được 

mã hóa là C2  = +1). Mục đích của quá trình huấn luyện mô hình ANN là xác 

định hàm chuyển đổi ὪȡὢᶰὙ ᴼὝᶰὙ . 
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Hàm chuyển đổi trên viết thành như sau [108]: 

Æ8 Â 7 ÆÂ 7 8  (2.1) 

trong đó W1 and W2 là hai ma trận trọng số của mô hình (Hình 2.2); b1 và b2 

là các vector độ lệch; fA là hàm kích hoạt log-sigmoid được mô tả trong công 

thức 2.2 dưới đây 

ÆÎ , 
(2.2) 

Trong quá trình huấn luyện mô hình ANN, các trọng số của mô hình 

được cập nhật thông qua quá trình lan truyền sai số ngược [191]. Độ khớp của 

mô hình với dữ liệu huấn luyện được đánh giá thông qua sai số bình phương 

trung bình (MSE) như sau: 

-3% ÍÉÎ
ȟ ȟ ȟ

ρ

-
ÅÒ 

 

(2.3) 

trong đó M là tổng số mẫu được đưa vào huấn luyện; eri là sai số của mẫu i. 

Đối với bộ dữ liệu huấn luyện có số lượng mẫu trung bình và nhỏ, thuật 

toán LM phù hợp cho việc huấn luyện mô hình ANN [100, 189]. Ưu điểm của 

thuật toán LM là sự ổn định và tính hội tụ nhanh [38]. Theo đó, các trọng số 

của mô hình ANN được cập nhật thông qua công thức (2.4) dưới đây [100]: 

× × ** ʇ ) *Å (2.4) 

trong đó J biểu thị ma trận Jacobian của sai số đầu ra; I là ma trận tương 

đồng; λ là tỷ suất học, là mức độ cập nhật giá trị trọng số của mô hình qua quá 

trình lặp. 

× Thuật toán tối ưu hóa FA   
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FA là thuật toán được phát triển bởi Yang [235] dựa trên cơ chế hoạt 

động của bầy đom đóm. Đây là thuật toán tối ưu toàn cục, trong đó đàn đom 

đóm đóng vài trò công cụ tìm kiếm và tối ưu hóa nhằm tìm ra các giải pháp 

tốt nhất [85]. Các nghiên cứu gần đây cho thấy FA là một công cụ hiệu quả để 

giải quyết các vấn đề tối ưu hóa phức tạp trong không gian liên tục, bao gồm 

cả vấn đề huấn luyện mạng trí tuệ nhân tạo đa lớp [129, 226]. 

Cơ chế hoạt động của FA được tóm lược như sau [235]:  

- Tất cả đom đóm đều vô tính. Ở đây, cá thể đom đóm này bị cuốn hút 

bởi đom đóm khác bất kể giới tính gì. 

- Sự hấp dẫn của một cá thể đom đóm tỉ lệ thuận với độ sáng của nó. Sự 

cuốn hút này giảm đi khi khoảng cách tăng lên. Một cá thể đom đóm sẽ di 

chuyển ngẫu nhiên nếu không có cá thể khác nào sáng hơn nó. 

- Độ sáng của cá thể đom đóm bị ảnh hưởng hoặc bị quyết định thông 

qua hàm mục tiêu. 

Cường độ ánh sáng I(r) được tính theo công thức (2.5): 

)Ò )ÅØÐɾÒ  (2.5) 

trong đó Io biểu thị ánh sáng của nguồn; γL là chỉ số hút ánh sáng, và r là 

khoảng cách từ nguồn. 

Mức độ cuốn hút của một cá thể đom đóm β trong một bầy được ước 

tính bằng công thức (2.6): 

ɼ ɼÅØÐɾÒ  (2.6) 

Khoảng cách của bất kỳ hai cá thể đom đóm xi và xj trong bầy đàn 

trong không gian đa chiều (D) được xác định bằng công thức (2.7) như sau: 
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Ò Ø Ø Øȟ Øȟ  (2.7) 

Bởi vì một cá thể đom đóm xi bị thu hút với một cá thể sáng hơn xj, nên 

sự di chuyển của cá thể thứ i có thể được diễn tả như sau: 

Ø Ø ɼÅØÐɾÒ Ø Ø ɻʖ πȢυ (2.8) 

trong đó γL  là chỉ số hút ánh sáng; β0 thể hiện mức độ thu hút tại rij = 0; ɻ là 

một hằng số cân bằng để quyết định việc di chuyển; và ʖ là một số ngẫu 

nhiên xuất phát từ toán tử Gaussian. 

2.2.3 Nghiên cοu xây dχng mô hình PSO-ELM cho ph©n v½ng nguy c̭ lȈ 

quét 

2.2.3.1 Giαi thiΜu 

Phần này trình bày kết quả nghiên cứu xây dựng mô hình trong phân 

vùng nguy cơ lũ quét mới dựa trên sự kết hợp hai thuật toán cơ sở: (1) thuật 

toán máy học cực độ Extreme Learning Machines (ELM) và (2) thuật toán tối 

ưu hóa Particle Swarm Optimization (PSO). Thuật toán máy học cực độ ELM 

được đề xuất bởi Huang và nnk [115] từ Đại học Công nghệ Nanyang 

(Singapore) năm 2004 trong xây dựng mô hình mạng nơ-ron truyền thẳng một 

lớp ẩn.  

Ưu điểm của mô hình ELM là việc tính toán các trọng số mô hình được 

thực hiện bằng các phép toán giải tích, thay vì sử dụng các thuật toán truyền 

thống, chẳng hạn như thuật toán lan truyền ngược. Do vậy, quá trình huấn 

luyện diễn ra nhanh và mô hình đạt hiệu suất dự báo tương đối cao. Nhược 

điểm chính của mô hình ELM này là quá trình lấy trọng số đầu vào được thực 

hiện một cách ngẫu nhiên, do vậy các trọng số đó hầu như chưa tối ưu hóa, có 
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thể dẫn đến hiệu suất dự báo thấp trong nhiều trường hợp [79, 243]. Để giải 

quyết hạn chế này, ý tưởng chung là xem xét tích hợp thuật toán tối ưu hóa 

Metaheuristic [92] vào ELM nhằm tối ưu hóa các trọng số đầu vào, để đích 

tăng hiệu suất dự báo của mô hình.  

Mặc dù vậy, theo khảo sát mới nhất trên cơ sở dữ liệu Web of Science, 

cho đến nay, tiếp cận nghiên cứu mô hình ELM cho phân vùng nguy cơ lũ 

quét  chưa được xem xét. Do đó, trong nghiên cứu này thuật toán tối ưu hóa 

PSO được đề xuất tích hợp vào mạng ELM để xây dựng mô hình phân vùng 

nguy cơ lũ quét mới nhằm nâng cao hiệu quả dự báo lũ quét. PSO được lựa 

chọn vì PSO đang được coi là một trong những thuật toán thành công nhất 

cho tối ưu hóa toàn cục [58]. Theo đó, ELM được sử dụng để khởi tạo 

mạng nơ-ron nhân tạo cho lũ quét, sau đó PSO được tích hợp để tìm kiếm 

và tối ưu hóa trọng số đầu vào của mô hình. Đối với trọng số đầu ra, các 

phép tính giải tích trong mô hình ELM gốc được sử dụng. Cuối cùng, hiệu 

suất dự báo của mô hình đề xuất PSO-EML được đánh giá và so sánh với 

hiệu suất dự báo từ các mô hình ANN, SVM, và mô hình cây quyết định. 

2.2.3.2 Thuͻt to§n c̭ sε 

× Mô hình máy học cực độ ELM 

Giả sử với tập dữ liệu lũ quét (x, t) với x là ma trận gồm n bản đồ thành 

phần đầu vào và t là ma trận đầu ra. Trong nghiên cứu này, đầu vào là 12 bản 

đồ thành phần bao gồm, độ cao, độ dốc, độ cong địa hình, TopoShade, hướng 

dốc, chỉ số độ ẩm địa hình, chỉ số năng lượng dòng chảy, mật độ sông suối, 

chỉ số thực vật (NDVI), loại đất và địa chất. Đầu ra là bản đồ dự báo nguy cơ 

lũ quét. Mô hình ELM, với L số lượng nơ-ron lớp ẩn và q là số lượng nơ-ron 

đầu ra, được thể hiện bằng phương trình sau đây: 
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Æὀ  /7 'z)7ἱȟ"!ἱȟὀ 

 

(2.9) 

với IW, BA, /7 và G lần lượt là trọng số đầu vào, độ lệch, trọng số đầu ra, 

và hàm kích hoạt của mô hình.  

Trong mô hình ELM ở trên, các trọng số đầu vào được lấy ngẫu nhiên, 

trong khi các trọng số đầu ra (OW) được tính theo công thức dưới đây [114]: 

/7 = H†T (2.10) 

với H† là ma trận nghịch đảo tổng quát Moore–Penrose của H 

(
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với H là ma trận đầu ra; x1, x2, ..., xN là các bản đồ thành phần; T là đầu ra của 

dữ liệu huấn luyện. 

× Thuật toán tối ưu hóa PSO 

Tối ưu hóa PSO là một kỹ thuật tối ưu hóa ngẫu nhiên dựa trên một 

quần thể được đề xuất bởi Kennedy and Eberhart [72], phỏng theo hành vi 

của các bầy đàn trong tự nhiên như bầy chim. Dựa vào trí thông minh tập thể 

của một bầy đàn để tìm giải pháp tối ưu trong không gian tìm kiếm.  

Giả sử vị trí của phần tử i có thể được biểu thị dưới dạng vectơ Xi, Vi là 

vận tốc của phần tử đó và P xác định vị trí tốt nhất của phần tử lân cận, 

phương trình cập nhật vận tốc được sử dụng ở phương trình (2.13): 
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(2.13) 

Trong đó c là vector vô hướng và j là các hệ số co thắt (Constriction 

Coefficients) và thường được đặt tương ứng từ 0.7298 và 4.1; Ki số lượng 

phần tử lân cận i và nbrj là bộ nhận dạng láng giềng gần nhất thứ j. 

Sự đóng góp của mỗi phân tử xung quanh được tính trọng số bằng cách 

sử dụng hệ số ngẫu nhiên, tương tự cho từng kích thước phần tử và được định 

nghĩa ở phương trình (2.14). 

Á
В

, bj = U (0, 1), j = 1, …, Ki (2.14) 

Trong đó U nằm trong khoảng từ 0 đến 1 xác định một số ngẫu 

nhiên. 

2.2.4 Nghiên cοu xây dχng mô hình Ensemble learning trong phân vùng 

nguy c̭ lȈ qu®t 

2.2.4.1 Giαi thiΜu 

Phần này trình bày kết quả nghiên cứu xây dựng mô hình phân vùng 

nguy cơ lũ quét mới với các thuật toán Ensemble Learning. Cụ thể, thuật toán 

di truyền GA (Genetic Algorithm) và thuật toán luật mờ FURIA được đề xuất 

sử dụng để đánh giá và xác định số lượng bản đồ thành phần đầu vào cho mô 

hình phân vùng nguy cơ lũ quét. Trong khi đó, LogitBoost, Bagging và 

AdaBoost được sử dụng để lấy mẫu từ dữ liệu huấn luyện gốc thành các tập 

dữ liệu con. Tiếp đó, thuật toán cây quyết đinh C4.5 được sử dụng để để xây 

dựng các mô hình cơ sở từ các tập dữ liệu con đó. Cuối cùng, các mô hình cơ 

sở được nhập lại (Aggregating) để hình thành mô hình dự báo lũ quét. Đây 

được gọi là Ensemble Learning trong học máy. Tổng số ba mô hình tích hợp 
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được đề xuất bao gồm: FURIA-GA-Bagging, FURIA-GA-LogitBoost và 

FURIA-GA-AdaBoost.  

2.2.4.2 Thuͻt to§n c̭ sε 

× Mô hình luât mờ FURIA 

FURIA là một thuật toán phân loại được giới thiệu bởi Huhn và 

Hullermeier [117],và là sự mở rộng từ thuật toán RIPPER [62]. Thuật toán 

này được xây dựng dựa trên các quy tắc mờ và không theo trình tự thay vì các 

quy tắc tuần tự xác định trước. Đây là mô hình có khả năng cho độ chính xác 

phân loại cao và cho phép ước tính ranh giới quyết định theo cách linh hoạt 

[117]. Cơ chế hoạt động của FURIA được tóm lược như sau: Với dữ liệu 

huấn luyện lũ quét (xi, yi) cho khu vực nghiên cứu, trong đó xi là vectơ các 

bản đồ thành phần đầu vào, và yi là vector đầu ra gồm hai lớp, lũ quét và 

không lũ quét. Thuật toán RIPPER chia dữ liệu huấn luyện thành hai tập con: 

Ban đầu, một bộ quy tắc sẽ được tạo ra và học dựa trên tập hợp con đang phát 

triển, trong khi để tránh các vấn đề quá khớp, quy trình tinh giản dựa trên tập 

hợp cắt tỉa được thực hiện bằng cách đơn giản hóa các quy tắc [219]. FURIA 

biến đổi các quy tắc rõ nét được tạo ra bởi thuật toán RIPPER thành các quy 

tắc mờ áp dụng hàm thành viên hình thang [117]. 

Các quy tắc mờ được xây dựng cho lớp yi và mức độ chắc chắn CDi 

(Certainty Degree) cho phần kết quả, với quyết định cuối cùng cho giá trị đầu 

ra dựa trên giá trị V lớn nhất tính theo công thức 2.15 dưới đây. 

6  ʈ #z$ 
(2.15) 

Liên quan đến việc sử dụng FURIA trong đánh giá sạt lở, Bùi Tiến 

Diệu và nnk [212] đã giới thiệu một FURIA với phương pháp Bagging để dự 

báo vị trí về lở đất nông, trong khi Phạm Thái Bình và nnk [174] đã giới thiệu 
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một phương pháp máy học mới dựa trên phân loại FURIA và thuật toán 

SubSpace Ensemble ngẫu nhiên trong các đánh giá trượt lở. Trong nghiên cứu 

xây dựng mô hình dự báo lũ quét này, FURIA với kỹ thuật kiểm tra chéo 5-

fold được sử dụng. Toán tử tập mờ the product T-Norm, trong khi đó toán tử 

tập hợp mờ T-Norm (được sử dụng dưới dạng Fuzzy AND) được chọn để kết 

hợp các luật tiền đề (rule antecedents) [118]. 

× Thuật toán di truyền GA 

GA được giới thiệu bởi Holland [109] là thuật toán thuật phỏng theo 

quá trình thích nghi tiến hóa của các quần thể sinh học dựa trên học thuyết tiến 

hóa của Darwin. Theo đó, trong một quần thể, các cá thể khỏe mạnh nhất 

(fittest individuals) sẽ được chọn để sinh sản nhằm tạo ra con cháu (offsprings) 

của các thế hệ tiếp theo phát triển hơn và hoàn thiện hơn thế hệ trước.  

Thuật toán này được sử dụng các phương thức tiến hóa như lai ghép, 

đột biến, và tái sinh là các toán tử cơ bản trong di truyền học để tìm ra các 

giải pháp tốt nhất [159]. Với quá trình tái sinh, chỉ có các con cháu khỏe 

mạnh nhất (best offsprings), được đánh giá bởi hàm mục tiêu, được chuyển 

tiếp lên thế hệ tiếp theo. Quá trình tiến hóa này kết thúc khi đạt đến một số 

ngưỡng xác định trước, và từ đó giải pháp tốt nhất được tìm ra [102]. 

× Thuật toán tổ hợp Bagging 

Thuật toán Bagging được giới thiệu vào giữa 1996 bởi bởi Giáo Sư Leo 

Breiman, Đại học California, Berkeley, USA [45]. Bagging sử dụng một kỹ 

thuật lấy mẫu Bootstrap, là kỹ thuật lấy mẫu ngẫu nhiên trong đó một tập dữ 

liệu con được lấy mẫu từ tập dữ liệu huấn luyện gốc. Sau đó, tập dữ liệu con 

khác được tạo ra bằng cách thay thế một số mẫu trong tập dữ liệu con ban đầu 

[110]. Qua đó, n tập con ngẫu nhiên được tạo ra. Mỗi tập hợp con sau đó 

được sử dụng để xây dựng một mô hình cơ sở. Cuối cùng, mô hình dự báo 
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được hình thành bằng việc ghép tất cả các mô hình cơ sở lại với nhau [207]. 

Trong nghiên cứu này, thuật toán cây quyết định C4.5 có trong gói phần mềm 

Rweka được sử dụng [46, 113], để mô hình cơ sở được đề cập bên trên. 

× Thuật toán tổ hợp LogitBoost 

LogitBoost là thuật toán tập hợp tăng cường được giới thiệu vào năm 

2000 bởi Giáo sư Jerome Friedman và nnk [89], Đại học Stanford, Hoa Kỳ. 

Giáo sư Jerome Friedman là người đoạt giải Giải Nobel Vật lý năm 1990. Thuật 

toán này là một phần mở rộng của phương pháp AdaBoost [124, 218]. Sự khác 

nhau giữa LogitBoost và AdaBoost đó là LogitBoost sử dụng hàm «Logistic 

loss» để các mẫu (samples) bị phân loại sai. Trong nghiên cứu hiện tại, thuật 

toán cây quyết định C4.5 được sử dụng làm thuật toán phân loại nêu trên. 

× Thuật toán tổ hợp AdaBoost 

AdaBoost, viết tắt từ Adaptive Boosting, là thuật toán tập hợp tăng 

cường đề xuất bởi Freund và Schapire [88] vào năm 1996. Ở đây, AdaBoost 

tập trung vào việc xử lý các mẫu bị phân loại sai bằng cách tăng cường trọng 

số lên các mẫu này, do đó có thể giúp tăng hiệu suất của mô hình [182]. Từ 

dữ liệu huấn luyện bản đầu, AdaBoost sẽ tạo ra tập dữ liệu con một cách ngẫu 

nhiên, trong đó tất các các mẫu được gán trọng số bằng nhau. Tiếp đó, một 

thuật toán phân loại sẽ được chọn và xây dựng từ tập dữ liệu con đó.  

Ở bước tiếp, hiệu suất mô hình sẽ được đánh giá để tìm ra các mẫu 

(samples) bị phân loại sai. Các mẫu phân loại sai này sẽ được gán lại trọng số 

cao hơn, trong khi các trường hợp được phân loại chính xác sẽ giữ nguyên 

trọng số cũ. Tiếp đến, một tập hợp con huấn luyện chuẩn hóa mới được tạo ra, 

sau đó là quá trình xây dựng mô hình, tìm các mẫu sai, gán lại trọng số sẽ 

được lặp lại đến khi quá trình huấn luyện kết thúc. Trong nghiên cứu hiện tại, 



42 

  

thuật toán cây quyết định C4.5 [119] được sử dụng làm thuật toán phân loại 

nêu trên. 

2.3 Đánh giá độ chính xác mô hình  

Hiệu suất dự báo lũ quét của mô hình được đánh giá bằng các chỉ số 

thống kê [160] như sau: sai số trung phương (RMSE), sai số tuyệt đối trung 

bình (MAE), và hệ số tương quan (r). Ngoài ra, để đánh giá hiệu suất tổng thể 

của mô hình, kỹ thuật đường cong thống kê ROC được sử dụng [222]. Diện 

tích phía dưới đường cong (AUC) được sử dụng để đánh giá và so sánh định 

lượng hiệu suất dự báo tổng thể của mô hình [129]. Giá trị AUC dao động từ 

0.0 đến 1.0. Mô hình có AUC càng gần với 1.0 thì có hiệu suất dự báo lũ quét 

càng cao [216].  

RMSE = В  
(2.16) 

MAE = В ȿÙ Ôȿ (2.17) 

r = 
В

В

 
(2.18) 

trong đó yi và ӯ là giá trị đầu ra của của mẫu huấn luyện thứ i và giá trị trung 

bình đầu ra từ mô hình; ti và Ô là giá trị gốc của mẫu huấn luyện thứ i và giá trị 

trung bình gốc của tổng số mẫu; n là tổng số mẫu. 

Để tránh sự thiên lệch của mô hình do sự chênh lệch về độ lớn của các 

biến đầu vào, các mô hình máy học đòi hỏi dữ liệu cần được chuẩn hóa [162]. 

Trong nghiên cứu này, việc chuẩn hóa được thực hiện bằng công thức (2.19) 

dưới đây: 

)&
)& Í

Ó
 

(2.19) 
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trong đó IFN và IFO là trị số trên bản đồ thành phần đầu vào gốc và trị số đã được 

chuẩn hóa, mIF và sIF là các giá trị trung bình và độ lệch của bản đồ đầu vào. 

Để định lượng độ chính xác phân loại (CAR) của mô hình, công thức 

(2.20) được sử dụng: 

#!2
2

2
ρππϷ  

(2.20) 

trong đó Ὑvà Ὑ  là số lượng mẫu có trong lớp thứ i được phân loại chính xác 

và tổng số mẫu trong lớp thứ i tương ứng. 

Để đánh giá chi tiết chất lượng của mô hình dự báo, các tham số thống 

kê như tỉ lệ dương thực (TPR), tỉ lệ dương giả (FPR), tỉ lệ âm thực (TNR), và 

tỉ lệ âm giả (FNR) [36, 153, 213] được sử dụng: 

402
40

40 &.
 

(2.21) 

&02
&0

&04.
 

(2.22) 

&.2
&.

40 &.
 

(2.23) 

4.2
4.

4. &0
 

(2.24) 

trong đó TP là dương thực; TN là âm thực; FP là dương giả và FN là âm giả. 

Ngoài ra, Precision và Recall được tính bằng công thức (2.25) và (2.26) 

dưới đây: 

Precision = 
 

 (2.25) 

Recall =  (2.26) 
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CHƯƠNG 3: THỰC NGHIỆM VÀ KẾT QUẢ 

3.1. Quy trình xây dựng mô hình trí tuệ nhân tạo trong phân vùng nguy 

cơ lũ quét 

 

Hình 3.1. Quy trình xây dχng mô hình trí tuΜ nhân tͧ o  

trong phân vùng nguy c̭ lȈ qu®t 
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- Bước một: Thu thập dữ liệu 

+ Ảnh Sentinel-1: ứng dụng thành lập bản đồ hiện trạng lũ quét. Lũ 

quét xảy ra do ảnh hưởng của những trận mưa nặng hạt vào ngày 3 tháng 8 

năm 2017 và mưa bão lớn do áp thấp nhiệt đới xảy ra vào ngày 10 tháng 10 

năm 2017. Ảnh Sentinel-1 độ phân giải 10 m được thu thập tại địa chỉ: 

https://scihub.copernicus.eu/dhus/#/home. 

+ Ảnh Landsat-8 (OLI) để thành lập bản đồ chỉ số thực vật NDVI với 

độ phân giải là 30 m và thu thập tại địa chỉ: https://earthexplorer.usgs.gov. 

+ Bản đồ địa hình quốc gia với tỷ lệ 1: 50.000 do Bộ Tài nguyên và 

Môi trường thành lập. 

+ Mô hình số độ cao (DEM) với độ phân giải không gian 10 m cho khu 

vực nghiên cứu được tạo ra từ bản đồ địa hình quốc gia với tỷ lệ 1: 10.000 do 

Bộ Tài nguyên và Môi trường thành lập. 

+ Bản đồ thổ nhưỡng quốc gia do Bộ Tài nguyên và Môi trường thành 

lập với tỷ lệ 1: 100.000. 

+ Bản đồ Tài nguyên Địa chất và Khoáng sản tỷ lệ 1: 50.000.  

+ Dữ liệu lượng mưa: được thu thập từ cơ sở dữ liệu Đài khí tượng thủy 

văn Khu vực Việt Bắc bao gồm 11 trạm: Thủy điện Nậm Phàng, Dương Quỳ, 

Gia Phú, Kim Sơn, Việt Tiến, Coóc Mỳ, Thủy điện Ngòi Phát, Thủy điện Bắc 

Hà, Thủy điện Séo Chông Hô, Thủy điện Mường Hum và Thủy điện Tà Thàng.  

Bước hai: Xây dựng cơ sở dữ liệu lũ quét 

Xây dựng bản đồ hiện trạng lũ quét từ ảnh Sentinel-1 và chuẩn hóa dữ 

liệu các bản đồ thành phần: mô hình số độ cao (DEM), bản đồ độ dốc (Slope), 

bản đồ hướng dốc (Aspect), bản đồ chỉ số độ ẩm (Topgraphic Wetness Index), 

bản đồ mật độ sông suối (Stream density), bản đồ chỉ số năng lượng dòng 

chảy (Stream Power Index), bản đồ hình thái địa mạo (Topo shape), bản đồ 

chỉ số độ cong địa hình (Curvature), bản đồ thạch học (Lithology), bản đồ loại 

https://scihub.copernicus.eu/dhus/#/home
https://earthexplorer.usgs.gov/
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đất (Soil type), bản đồ chỉ số thực vật (NDVI), và lượng mưa (Rain), mã hóa 

và xây dựng cơ sở dữ liệu lũ quét trên phần mềm ArcCatalog. 

Bước ba: Công tác khảo sát thực địa 

Thực hiện khảo sát thực địa, kiểm chứng kết quả chiết xuất hiện trạng 

lũ quét từ ảnh Radar Sentinel-1 trong luận án được tiến hành từ 10 tháng 8 đến 

29 tháng 8 năm 2018 bằng thiết bị GPS cầm tay. Dựa vào đặc điểm địa hình, 

hình thái của khu vực nghiên cứu, lựa chọn các điểm khảo sát là các điểm lũ quét 

đã xảy ra ở khu vực đó. Từ kết quả thực địa sẽ phân tích và xem mức độ ảnh 

hưởng của các yếu tố địa hình, hình thái liên quan đến lũ quét để làm cơ sở cho 

việc kiểm tra các điểm tiếp theo.  

 

Hình 3.2. VΠ trí các ĽiΘm khͩ o sát khu vχc nghiên cοu 

Bước bốn: Xây dựng dữ liệu huấn luyện và dữ liệu kiểm tra 

Từ kết quả ở Bước 2 và 3, tiến hành xây dựng dữ liệu huấn luyện và dữ 

liệu kiểm tra. Từ bản đồ hiện trạng lũ quét, công tác phân chia mẫu được thực 

hiện, trong đó 70 % được chọn ngẫu nhiên và được sử dụng cho tập dữ liệu 
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huấn luyện, trong khi phần còn lại (30%) được sử dụng cho bộ dữ liệu kiểm 

tra như được đề xuất [186]. Ngoài ra, do các nghiên cứu trong luận án này 

được thực hiện dựa trên tiếp cận khoa học “on-off classification” và các giá trị 

thuộc tính của các bản đồ thành phần ảnh hưởng lũ quét tương ứng với từng 

vị trí mẫu được trích xuất. Giá trị của “1” và “0” được mã hóa cho các mẫu lũ 

quét và các mẫu không có lũ quét tương ứng. 

Bước năm: Xây dựng mô hình trí tuệ nhân tạo trong phân vùng 

nguy cơ lũ quét  

Nghiên cứu các mô hình trí tuệ nhân tạo mới nhằm nâng cao độ chính 

xác cho phân vùng nguy cơ lũ quét.  

Bước sáu và bước 7: Đánh giá độ chính xác mô hình và thành lập 

bản đồ phân vùng nguy cơ lũ quét 

Bản đồ hiện trạng lũ quét kết quả được đánh giá độ chính xác qua công 

tác kiểm tra thực địa. Chất lượng các bản đồ phân vùng nguy cơ lũ quét được 

đánh giá thông qua các chỉ số thống kê hiện đang được chấp nhận và sử dụng 

rộng rãi nhất trong nghiên cứu lũ quét trên thế giới, bao gồm: Sai số RMSE, 

sai số MSE, đường cong ROC, diện tích dưới đường cong ROC (AUC), hệ 

số Kappa, True Positive (TP), True Negative (TN), False Positive (FP), 

False Negative (FN). 

3.2. Xây dựng cơ sở dữ liệu lũ quét 

 

Hình 3.3. Quy trình x©y d̯ng c̭ sε dυ liΜu lȈ qu®t. 
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3.2.1. Thành lͻp bͩ n ĽΩ hiΜn tr nͧg lȈ qu®t 

Trên cơ sở thu thập dữ liệu và phương pháp luận phát hiện vị trí có 

nguy cơ xảy ra lũ quét đã trình bày ở chương 2, kết quả bản đồ hiện trạng lũ 

quét với 654 vị trí xảy ra lũ quét được thành lập (Hình 3.4). Các khu vực xảy 

ra lũ quét được phát hiện là kết quả của những trận mưa nặng hạt xảy ra vào 

ngày 3 tháng 8 năm 2017, và mưa bão lớn do áp thấp nhiệt đới xảy ra vào 

ngày 10 tháng 10 năm 2017. Mặc dù dữ liệu cho nghiên cứu này là từ năm 

2017, nhưng lũ quét là sự kiện tái diễn, do đó, đặt giả thuyết là tất cả các địa 

điểm lũ quét quan trọng trong vùng nghiên cứu được phát hiện và xác định. 

 

Hình 3.4. Khu vχc lȈ qu®t tρ nͩh SAR Sentinel-1 cνa vùng nghiên cοu 

3.2.2. Xây dχng các bͩn ĽΩ thành phͭ n 

Trong nghiên cứu này, mô hình số độ cao (DEM) với độ phân giải 

không gian 10 m cho khu vực nghiên cứu được tạo ra từ bản đồ địa hình quốc 

gia với tỷ lệ 1: 10.000 do Bộ Tài nguyên và Môi trường Việt Nam (MONRE) 

cung cấp. Từ mô hình DEM này thành lập được 7 bản đồ thành phần như độ 

cao, độ dốc, hướng dốc, độ cong, chỉ số độ ẩm địa hình (TWI), chỉ số năng 

lượng dòng (SPI) và hình thái địa mạo (TopoShade). 
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Địa hình và đặc điểm địa hình đóng vai trò quan trọng trong việc xác 

định quá trình chảy của nước, do đó địa hình là một thành phần chính liên 

quan đến lũ quét bởi vì độ dốc làm tăng tốc độ dòng chảy nhanh [68]. Theo 

đó, các bản đồ thành phần liên quan đến địa hình như độ cao (Elevation), độ 

dốc (Slop), hướng dốc (Aspect), độ cong địa hình (Curvature), hình thái địa 

mạo (TopoShade), chỉ số độ ẩm địa hình (TWI) và chỉ số năng lượng dòng 

(SPI) được sử dụng. 

Độ cao và độ dốc được lựa chọn bởi vì dòng nước xuất hiện khi có 

trọng lực, di chuyển từ nơi cao xuống nơi thấp [78]. Mối quan hệ giữa độ cao 

và trọng lực có ảnh hưởng đến quá trình hình thành các dòng nước [55] và 

ảnh hưởng đến sự xuất hiện của lũ quét. Độ dốc có chức năng kiểm soát tốc 

độ dòng chảy bề mặt, và thông thường, những khu vực có nguy cơ lũ quét 

thường là khu vực bằng phẳng và thấp [201]. Độ cong địa hình cũng được 

xem xét vì các khu vực lũ quét thường liên quan tới bản đồ thành phần hội tụ 

địa hình cao [152].  

Trong nghiên cứu này, bản đồ độ cao (hình 3.4 a) được chia thành 8 

lớp, trong khi 10 lớp được xây dựng cho bản đồ độ dốc (hình 3.4 b) và 7 lớp 

được xây dựng cho bản đồ độ cong địa hình (hình 3.4 d). Các lớp của ba bản 

đồ được xác định dựa trên phương pháp ngắt quãng tự nhiên có sẵn trong 

ArcGIS.  

Hình thái địa mạo (Topo Shade)và hướng dốc đã được lựa chọn vì hình 

thái địa mạo có thể ảnh hưởng đến sự hội tụ của dòng chảy [35], trong khi đó, 

hướng dốc kiểm soát hướng dòng chảy mặt nước. Đối với nghiên cứu này, 

bản đồ hình thái địa mạo (hình 3.4g) chia thành 9 lớp và bản đồ hướng dốc 

(hình 3.4 c) bao gồm 9 lớp được lựa chọn.  

Chỉ số độ ẩm địa hình (TWI) và chỉ số năng lượng dòng chảy (SPI) là 

các thông số thủy văn điển hình ảnh hưởng đến cường độ dòng chảy và sự 
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tích tụ nước [154]; do đó chúng đã được lựa chọn cho mô hình lũ quét trong 

nghiên cứu này.  TWI [41] được tính toán bằng cách sử dụng phương trình 

như sau: 

ln( / tan )=TWI a b  (3.1) 

trong đó: TWI – chỉ số độ ẩm địa hình của pixel, a - diện tích tiểu lưu vực 

cung cấp nước cho pixel đó trên mỗi đơn vị chiều dài vuông góc với dòng 

chảy (m2 /m), và β - độ dốc của pixel (radian). 

SPI [164] được tính toán bằng cách sử dụng phương trình  như sau: 

tan= sSPI A b (3.2) 

Trong nghiên cứu này, bản đồ TWI (hình 3.4 e) và bản đồ SPI (hình 3.4 

f)  được chia thành 7 lớp. 

Chỉ số thực vật (NDVI) là một chỉ số phản ánh mức độ thảm thực vật 

của khu vực nghiên cứu. Khu vực có thực vật mọc đều và tốt có khả năng làm 

chậm dòng chảy do đó giảm nguy cơ lũ lụt và sạt lở. Ngược lại, các vùng có 

thực vật thưa hoặc suy thoái thì độ thẩm thấu của đất sẽ kém, do đó tăng khả 

năng lũ quét khi mưa nặng xảy ra[158, 184, 201]; do đó NDVI được lựa chọn 

để phân tích lũ quét.  

Bản đồ NDVI được chia thành 8 lớp (hình 3.4 j) là sản phẩm phản xạ 

bề mặt Landsat-8 (OLI) với độ phân giải là 30 m và tải về tại http: 

//earthexplorer.usgs.gov sử dụng phương trình (3.3) [187]:  

NDVI = (NIR − RED)/( NIR + RED) (3.3) 

trong đó NIR và RED là độ phản xạ bề mặt của dải cận hồng ngoại và dải 

màu đỏ tương ứng.  

Bản đồ mật độ sông suối (Stream density) được thành lập trên cơ sở dữ 

liệu sông, suối từ bản đồ địa hình quốc gia tỷ lệ 1: 50.000 đã trình bày ở bên 
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trên. Bản đồ mật độ sông suối, được tính bằng cách chia chiều dài của sông 

(km) trên diện tích lưu vực (km2), là một bản đồ thành phần quan trọng trong 

cảnh báo nguy cơ lũ quét. Điều này là do các vùng có mật độ dòng cao hơn 

thường có nhiều khả năng phản ứng nhanh với mưa bão [48]; do đó chúng dễ 

bị lũ quét hơn. Bản đồ mật độ sông suối (hình 3.4 h) với 5 lớp được xem xét 

sử dụng cho nghiên cứu này.  

Loại đất (Soil type) đã được công nhận phổ biến như là một bản đồ 

thành phần quan trọng ảnh hưởng đến cơ chế dòng chảy mưa [90]. Đặc điểm 

của đất có thể ảnh hưởng đến thẩm thấu và quá trình dòng chảy [145, 150]. 

Các loại đất khác nhau sẽ có độ thẩm thấu khác nhau và ảnh hưởng đến tốc độ 

thấm của nước vào đất hoặc dòng chảy bề mặt. Đất có khả năng thẩm thấu lớn 

sẽ tạo điều kiện cho nước thấm vào đất nhanh chóng, giảm chảy bề mặt [116] 

và có thể giảm nguy cơ ngập lụt và lũ quét. Ngược lại, đất có khả năng thẩm 

thấu kém sẽ ảnh hưởng đến tăng dòng chảy bề mặt [165], dó đó ảnh hưởng 

đến ngập lụt và lũ quét. Trong phân tích này, bản đồ loại đất bao gồm 13 lớp 

và hiển thị ở hình 3.4 k. Dữ liệu loại đất được trích xuất từ bản đồ thổ nhưỡng 

quốc gia do Bộ Tài nguyên và Môi trường thành lập với tỷ lệ 1: 100.000. 

Thạch học (Lithology) đóng một vai trò quan trọng trong việc cảnh báo 

thiên tai như sạt lở và lũ quét, do ảnh hưởng của nó đến các yếu tố chính như 

đặc điểm thoát nước, hình thành kênh và dung tích [151, 163, 178]. Các loại 

đá và hình thành địa chất khác nhau có thể tạo điều kiện thuận lợi hoặc cản 

trở sự chuyển động của nước. Hơn nữa, thành phần địa chất của lưu vực sông 

và kênh đóng một vai trò quan trọng trong việc xác định khả năng dòng chảy 

của chúng  [155]. Trong nghiên cứu này, bản đồ địa chất (hình 3.4 l) được xây 

dựng với 14 lớp dựa trên Bản đồ Khoáng sản và Tài nguyên Khoáng sản tỷ lệ 

1:200.000 do Bộ Tài nguyên và Môi trường Việt Nam cung cấp. 
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Lượng mưa (Rainfall) đóng một vai trò quyết định trong việc hình 

thành và di chuyển của dòng chảy trong lưu vực, ảnh hưởng đến cường độ, 

tốc độ của dòng nước lũ [49]. Vì lũ quét thường liên quan đến mưa bão cường 

độ cao và ngắn [44], do đó lượng mưa là bản đồ thành phần quan trọng cho 

mô hình lũ quét. Đối với khu vực nghiên cứu, m̯a b«o c̯γng Ľί cao xͩ y ra vào 

ngày 10, 11 và 12 tháng 10 năm 2017 đã gây ra lũ quét nghiêm trọng. Bản đồ 

lượng mưa (hình 3.4 i) được thành lập 6 lớp dựa vào lượng mưa đo được tại 

16 trạm mưa trong và xung quanh khu vực nghiên cứu được sử dụng để tạo 

bản đồ lượng mưa và ứng dụng mô hình nội suy IDW . 
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Hình 3.4. Các bͩ n ĽΩ thành phͭ n cho nghiên cοu lȈ qu®t:(a) Ľί cao, (b) Ľί 

dΧc, (c) h̯αng dΧc, (d) Ľί cong ĽΠa hình, (e) chΞ sΧ Ľί mͯ, (f) chΞ sΧ nŁng 

lι̯ng dòng, (g) TopoShade, (h) mͻt Ľί d¸ng, (i) l̯ιng m̯a, (j) chΞ sΧ thχc 

vͻt, (k) loͧ i Ľtͫ, (l) th cͧh hΣc. 

3.2.3. Xây dχng dυ liΜu hu nͫ luyΜn và dυ liΜu kiΘm tra 

Từ bản đồ hiện trạng lũ quét, công tác phân chia mẫu được thực hiện, 

trong đó 70 % được chọn ngẫu nhiên và được sử dụng cho tập dữ liệu huấn 

luyện, trong khi phần còn lại (30%) được sử dụng cho bộ dữ liệu kiểm tra như 

được đề xuất [186]. Trong bản đồ hiện trạng lũ quét, tổng số 654 vị trí điểm lũ 

quét được ghi nhận, các điểm lũ quét này được gán  vào lớp “lũ quét”. Để cân 

bằng cơ sở dữ liệu và tạo lập một mô hình dự đoán lũ quét, 654 mẫu dữ liệu 

của những khu vực chắc chắn không xảy ra lũ quét được lựa chọn làm mẫu và 

phân tích. Các điểm này được lựa chọn dựa trên mô hình số độ cao, như đỉnh 

núi hay đỉnh đồi. Do đó, tổng cơ sở dữ liệu bao gồm 1308 mẫu dữ liệu. 

3.3. Phân tích đa cộng tuyến và lựa chọn các bản đồ thành phần 

Trong luận án này, đa cộng tuyến cho các bản đồ thành phần ảnh hưởng lũ 

quét đã được kiểm tra qua hệ số phóng đại phương sai VIF và dung sai 

TOL[71]. Các nghiên cứu trước đây được Bùi Tiến Diệu và nnk[51]; 

Khosravi và nnk[129] cho thấy rằng VIF> 10 hoặc TOL <0.1 cho thấy một 

vấn đề đa cộng tuyến giữa các bản đồ thành phần ảnh hưởng. 
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VIF = 1 / TOL (3.4) 

4/,ρ  2  (3.5) 

Trong đó, R2
v là hệ số xác định hồi quy [180], công cụ R [28] được sử 

dụng để thực hiện phân tích đa cộng tuyến. 

Bảng 3.1. Phân tích đa cộng tuyến cho các bản đồ thành phần  

STT Bản đồ thành phần 
Phân tích đa cộng tuyến 

Tolerance VIF 

1 Độ cao 0.429 2.334 

2 Độ dốc 0.146 6.842 

3 Độ cong địa hình 0.684 1.462 

4 TopoShade 0.579 1.727 

5 Hướng dốc 0.840 1.190 

6 Chỉ số độ ẩm địa hình (TWI) 0.169 5.902 

7 Chỉ số năng lượng dòng chảy (SPI) 0.377 2.652 

8 Mật độ sông suối 0.545 1.836 

9 NDVI 0.636 1.572 

10 Loại đất 0.795 1.258 

11 Thạch học 0.804 1.243 

12 Lượng mưa 0.591 1.691 

Các kết quả từ Bảng 3.1 cho thấy không có mối liên hệ giữa các bản đồ 

thành phần gây ảnh hưởng của lũ quét trong khu vực nghiên cứu. Vì vậy, các 

bản đồ thành phần này đã được lựa chọn cho mô hình dự báo lũ quét của 

luận án. 
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3.4. Xây dựng mô hình tích hợp FA-LM-ANN cho phân vùng nguy cơ lũ 

quét 

3.4.1. Quy trình xây dχng mô hình tích hιp FA-LM-ANN  

Hình 3.5 trình bày quy trình mô hình hóa tổng thể cho cho phân vùng 

nguy cơ lũ quét, thực nghiệm cho hai huyện Bắc Hà và Bảo Yên thuộc tỉnh Lào 

Cai (đã trình bày ở chương 2), đặt tên là mô hình FA-LM-ANN. Mô hình này 

được phát triển trên cơ sở ứng dụng mạng trí tuệ nhân tạo (ANN), trong đó trọng 

số của mô hình được tối ưu hóa bằng thuật toán lai ghép FA-LM. 

 

Hình 3.5 S̭ ĽΩ quy trình xây dχng mô hình tích hιp FA-LM-ANN cho phân 

v½ng nguy c̭ lȈ qu®t 

3.4.1.1 C uͫ trúc cνa ma trͻn trΣng sΧ cνa mô hình ANN 

Trọng số của mô hình ANN được xác định qua ma trận trọng số W1 và 

W2. Cụ thể, kích cỡ của ma trận được tính theo công thức sau: 

W1 = NR × NI + 1 (3.6) 
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trong đó NR và NI là số lượng nơ-ron trong lớp ẩn và số nơ-ron đầu 

vào. Số lượng cột của W1 = NI + 1, đã bao gồm vector độ lệch.  

Trong nghiên cứu này, NI = 12 là số lượng bản đồ thành phần đầu vào. 

Trong khi đó, số lượng nơ-ron trong lớp ẩn, NR, tùy thuộc vào khu vực nghiên 

cứu. Thông thường, số lượng nơ-ron của lớp ẩn cần đủ lớn để có thể xử lý số 

lượng lớn các bản đồ đầu vào. Tuy nhiên, nếu số lượng nơ-ron trong lớp ẩn 

quá lớn có thể gặp phải vấn đề «Overfitting», làm giảm hiệu suất của mô hình 

dự báo. 

Kích cỡ ma trận trọng số W2 được tính bằng NO × NR + 1. Theo Heaton 

[104], NR có thể tính bằng ςὔȾσ ὔ , trong đó NI = 12 đã nêu bên trên và 

NO = 2 là hai lớp đầu ra của mô hình, lớp lũ quét và lớp không lũ quét. Mặc 

dầu vậy, trong thực tế, khi giá trị NR lớn hơn 1.5 × NI thường gây ra thời gian 

huấn luyện lâu mà vẫn không có sự cải thiện nào về độ chính xác của mô 

hình. Vì vậy, trong nghiên cứu này, các thực nghiệm được tiến hành với số 

lượng nơ-ron khác nhau trong lớp ẩn, và NR bằng 9 là tối ưu với khu vực 

nghiên cứu. Do vậy, tổng số trọng số của mô hình ANN sẽ là NR x (NI+1) + 

NO × (NR+1) và bằng 137. Các trọng số này sẽ được huấn luyện và tối ưu hóa 

bằng thuật toán lai ghép FA-LM. 

3.6.1.2 Hàm mλc tiêu cho tΧi ̯u h·a 

Mục đích của việc huấn luyện mô hình ANN cho dự báo lũ quét trong 

nghiên cứu này là tìm được 137 trọng số tối ưu nêu trên sao cho sai số giữa 

đầu ra của mô hình với dự liệu huấn luyện là nhỏ nhất. Để đo lường sai số 

này, hàm mục tiêu (CF) được đề xuất và xây dựng như sau: 

ὅὊ
ὓὛὉ ὓὛὉ

ς
 

(3.7) 



58 

  

trong đó MSETR và MSEVA là sai số bình phương trung bình (MSE) cho 

tập dữ liệu huấn luyện (80% tổng số mẫu xây dựng mô hình) và bộ dữ liệu 

kiểm tra (20% tổng số mẫu xây dựng mô hình).  

3.4.1.3 TΧi ̯u h·a m¹ h³nh ANN vαi FA-LM 

Thuật toán FA-LM được xây dựng và sử dụng để tối ưu hóa trọng số 

của mô hình ANN nêu trên. Cụ thể, thuật toán FA đóng vai trò chính để tối ưu 

hóa toàn cục, loại trừ các tối ưu cục bộ, tránh hội tụ sớm [170]. Trong khi đó, 

thuật toán LM được sử dụng để tìm kiếm cục bộ ở một số giai đoạn trong quá 

trình tối ưu hóa FA được triển khai.  

Trong nghiên cứu này, số lượng cá thể trong bầy đom đóm được sử 

dụng là 100.  Vì 137 trọng số của mô hình ANN cần được tối ưu hóa, do đó, 

không gian tìm kiếm với 137 chiều được thiết lập, với giới hạn không gian [-

10, 10]. Nói cách khác, tọa độ của mỗi cá thể đom đóm sẽ có 137 tham số và 

là một giải pháp tối ưu hóa cho mô hình. Tổng cộng 100 cá thể đom đóm sẽ 

có 100 giải pháp được đưa ra qua mỗi chu kỳ lặp. Trong quá trình tối ưu hóa 

trọng số mô hình ANN bằng FA, cứ sau 10 chu kỳ lặp, thì LM được kích hoạt 

và tối ưu trọng số cho FA. Tổng cộng 1000 chu kỳ huấn luyện được thực hiện 

sẽ có 100 000 giải pháp tối ưu hóa cho ANN được kiểm tra và đánh giá. Giải 

pháp nào có trị số CF (Công thức 3.7) nhỏ nhất sẽ được chọn và quá trình 

huấn luyện hoàn thành. 

3.4.2 KΔt quͩ  cνa mô hình  

3.4.2.1 HiΜu suͫ t cνa mô hình FA-LM-ANN       

Nội dung nghiên cứu này đã được nghiên cứu sinh công bố ở bài báo 

[177]. Kết quả quá trình huấn luyện mô hình ANN bằng thuật toán FA-LM 

được trình bày ở Hình 3.6 và Hình 3.7. Có thể quan sát thấy mô hình có sự 

hội tụ cơ bản sau khoảng 24 vòng lặp huấn luyện. Hiệu suất của mô hình FA-

LM-ANN được trình bày trong Bảng 3.2. Có thể thấy rằng mô hình có độ 
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khớp rất cao với dữ liệu huấn luyện (CAR = 92.188% và AUC= 0.985) và dữ 

liệu kiểm tra (CAR=93.750% và AUC=0.970). Mô hình cũng đạt được giá trị 

về Precision (0.938) và Recall (0.968) cao trên dữ liệu kiểm tra. 

 

Hình 3.6. Quá trình tΧi ̯u h·a cνa cνa ph̯̭ng ph§p hέn hιp FA-LM 

Bảng 3.2. Hiệu suất dự báo của mô hình FA-LM ANN 

Giai đoạn 
Tham số thống kê đánh giá độ chính xác 

CAR (%) AUC TPR FPR FNR TNR Precision Recall 

Huấn luyện 92.188 0.985 0.976 0.177 0.024 0.824 0.910 0.976 

Kiểm tra 93.750 0.970 0.968 0.118 0.032 0.882 0.938 0.968 

 

Hình 3.7. ņ̯γng cong ROC cνa mô hình FA-LM-ANN  

(a) Dữ hiệu huấn luyện; (b) Dữ liệu kiểm tra. 
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Cấu trúc của mô hình FA-LM-ANN cuối cùng cho phân vùng nguy cơ 

lũ quét được trình bày trong Hình 3.6. Trị trung bình và độ lệch chuẩn lần 

lượt là 0,039 và 0,320 với dữ liệu đầu ra trên tập huấn luyện. Đối với dữ liệu 

kiểm tra, trị trung bình và độ lệch chuẩn lần lượt là 0,050 và 0,324. 

 

 

Hình 3.8. Mô hình FA-LM-ANN cho ph©n v½ng nguy c̭ lȈ qu®t 

3.4.2.2 So s§nh v¨ Ľ§nh gi§  

Để đánh giá tính hiệu quả của mô hình FA-LM-ANN được đề xuất thì 

kết quả của mô hình trên được so sánh với kết quả của các mô hình LM-

ANN, FA-ANN, SVM (Support Vector Machine) và CT (Classification Tee). 

Mô hình LM-ANN và FA-ANN được lựa chọn để so sánh và chứng tỏ rằng  
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mô hình lai ghép FA-LM-ANN cải thiện hiệu suất hơn ANN. Trong khi đó, 

SVM và CT là hai mô hình được đánh giá cao và đang được sử dụng rộng rãi 

trong thành lập bản đồ phân vùng nguy cơ lũ lụt trên thế giới [129, 183, 202, 

204, 223], cũng như các tai biến thiên nhiên khác như trượt lở đất [57, 112, 

125, 175, 176]. 

Để xây dựng các mô hình LM-ANN, FA-ANN, tổng số 9 nơ-ron lớp ẩn 

được lựa chọn, giống như với mô hình FA-LM-ANN bên trên. Số vòng lặp 

huấn luyện tối đa là 5,000 cho mô hình LM-ANN và 1,000 cho mô hình FA-

ANN. Với mô hình, SVM, tham số C và gamma được chọn bằng thuật toán 

Grid Search, đã được giải thích chi tiết trong [107]. Trong trường hợp mô 

hình CT, số lượng mẫu tối thiểu trên lá của cây được chọn là 1, là giá trị ngầm 

định của mô hình [156] 

Bảng 3.3 trình bày kết quả so sánh hiệu suất của mô hình đề xuất và 

bốn mô hình so sánh. Có thể thấy mô hình FA-LM-ANN được đề xuất có 

hiệu suất cao nhất (CAR = 93.750%, AUC =0.970, Precision = 0.938 và 

Recall = 0.968), theo sau là mô hình SVM (ACC = 91.667%, AUC = 0.960, 

Precision = 0.909 và Recall = 0.968), tiếp đến là các mô hình FA-ANN, CT, 

và LM-ANN. Đáng chú ý, độ chính xác phân loại được cải thiện đáng kể khi 

mô hình ANN được huấn luyện bằng thuật toán FA (CAR =91.667%) thay vì 

thuật toán LM (CAR =88.931%). Tuy vậy, AUC của FA-ANN (0.917) thấp 

hơn AUC của LM-ANN (0.937). Về tổng thể, AUC và độ chính xác phân loại 

của FA-LM-ANN đã được cải thiện đáng kể so với ANN được huấn luyện 

bằng LM hoặc FA. 
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Bảng 3.3. So sánh hiệu suất của mô hình FA-LM-ANN với các mô hình  

LM-ANN, FA-ANN, SVM, và CT 

Tham số thống 

kê 

Mô hình  

FA-LM ANN 
LM-

ANN 

FA-

ANN 
SVM CT 

Huấn luyện 
     

CAR (%) 93.750 92.639 94.792 92.708 98.958 

AUC 0.986 0.957 0.972 0.984 0.999 

TPR 0.984 0.973 0.960 0.992 1.000 

FPR 0.147 0.121 0.074 0.191 0.029 

FNR 0.016 0.027 0.040 0.008 0.000 

TNR 0.853 0.880 0.927 0.809 0.971 

Precision 0.924 0.890 0.960 0.904 0.984 

Recall 0.984 0.973 0.960 0.992 1.000 

Kiểm tra 
     

CAR (%) 93.750 88.931 91.667 91.667 89.583 

AUC 0.970 0.937 0.917 0.960 0.904 

TPR 0.968 0.924 0.936 0.968 0.936 

FPR 0.118 0.145 0.118 0.177 0.177 

FNR 0.032 0.076 0.065 0.032 0.065 

TNR 0.882 0.855 0.882 0.824 0.824 

Precision 0.938 0.864 0.936 0.909 0.906 

Recall 0.968 0.924 0.936 0.968 0.936 
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Hình 3.9. So sánh tΧc Ľί hίi tλ giυa FA-LM ANN và LM-ANN. 

Để đảm bảo hiệu suất của mô hình đề xuất, phương pháp kiểm tra chéo 

ten-fold được sử dụng. Theo đó, toàn tập dữ liệu huấn luyện được chia ngẫu 

nhiên thành 10 phần bằng nhau. Sau đó, chín phần dữ liệu được sử dụng để 

xây dựng mô hình còn một phần được sử dụng để kiểm tra mô hình. Quá trình 

này lặp lại mười lần và kết quả cuối cùng được lấy trung bình.  

Bảng 3.4 trình bày kết quả kiểm tra chéo ten-fold của năm mô hình dự 

báo lũ quét cho khu vực nghiên cứu. Có thể thấy rằng mô hình FA-LM ANN 

được đề xuất đạt hiệu suất dự báo trung bình cao nhất (CAR = 90.137% và 

AUC = 0.970). Kết quả này cao hơn so với mô hình LM-ANN (CAR = 

88.154% và AUC = 0.926), mô hình FA-ANN (CAR = 89.308% và AUC = 

0.919), mô hình SVM (CAR = 87.923% và AUC = 0.929) và mô hình CT 

(CAR = 87,077% và AUC = 0,908).  
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Bảng 3.4. Hiệu suất của mô hình với phương pháp kiểm tra chéo ten-fold 

(TV: Trung vị; ĐLC: Độ lệch chuẩn). 

Tham số thống kê 

Mô hình  

FA-LM ANN LM-ANN FA-ANN SVM CT 

TV ĐLC TV ĐLC TV ĐLC TV ĐLC TV ĐLC 

CAR (%) 90.137 2.614 88.154 2.383 89.308 2.034 87.923 1.851 87.077 2.372 

AUC 0.970 0.016 0.926 0.022 0.919 0.029 0.929 0.016 0.908 0.032 

TPR 0.945 0.033 0.962 0.032 0.959 0.018 0.926 0.028 0.902 0.023 

FPR 0.165 0.065 0.199 0.052 0.172 0.050 0.168 0.037 0.160 0.048 

FNR 0.056 0.015 0.039 0.011 0.042 0.009 0.074 0.001 0.099 0.006 

TNR 0.835 0.065 0.802 0.052 0.828 0.050 0.832 0.037 0.840 0.048 

Precision 0.914 0.030 0.831 0.035 0.849 0.036 0.848 0.027 0.851 0.036 

Recall 0.945 0.033 0.962 0.032 0.959 0.018 0.926 0.028 0.902 0.023 

 

3.4.3  Thành lͻp bͩ n ĽΩ ph©n v½ng nguy c̭ lȈ qu®t 

Sau khi quá trình huấn luyện và kiểm tra mô hình FA-LM-ANN hoàn 

tất. Mô hình được sử dụng để tính trị số xác xuất dự báo lũ quét cho toàn bộ 

pixel trong khu vực nghiên cứu. Kết quả được chuyển thành bản đồ với định 

dạng raster trên phần mềm ArcGIS 10.4. Bản đồ được phân thành năm vùng 

có nguy cơ lũ quét (Hình 3.10): rất cao, cao, trung bình, thấp, và không. 

Ngưỡng để phân vùng các vùng này được xác định bằng phương pháp Natural 

Break có sẵn trên phần mềm ArcGIS [39]. 
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Hình 3.10. Bͩ n ĽΩ phân vùng nguy c̭ lȈ qu®t khu vχc nghiên cοu 

Phân tích trực quan trên bản đồ phân vùng nguy cơ lũ quét cho thấy, 

hầu hết các điểm hiện trạng lũ quét đều nằm trong vùng có nguy cơ xảy ra lũ 

quét rất cao và cao. Điều này cho thấy mô hình tích hợp FA-LM-ANN được 

đề xuất đã dự báo với độ chính xác cao những khu vực có nguy cơ lũ quét tại 

hai huyện Bắc Hà và Bảo Yên của tỉnh Lào Cai. Ở đây độ chính xác cao là 

dựa trên dữ liệu huấn luyện và kiểm tra đang sử dụng. 

3.5. Xây dựng mô hình tích hợp PSO-ELM cho phân vùng nguy cơ lũ quét 

3.5.1 Quy trình xây dχng mô hình tích hιp PSO-ELM  

Qui trình tổng thể của mô hình tích hợp PSO-ELM cho phân vùng nguy 

cơ lũ quét được thể hiện trong Hình 3.11 và bao gồm sáu bước chính: i) xây 

dựng cơ sở dữ liệu GIS lũ quét; ii) phân tích đa cộng tuyến và lựa chọn bản 

đồ thành phần, iii) xây dựng bộ dữ liệu huấn luyện và bộ dữ liệu kiểm tra; iv) 

khởi tạo mô hình ELM; v) tối ưu hóa mô hình ELM bằng PSO và vi) đánh giá 

chất lượng mô hình. 
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Hình 3.11. Ph̯̭ng ph§p nghi°n cοu PSO-ELM 

3.5.1.1 C uͫ trúc cνa mô hình ELM  

Dữ liệu huấn luyện gồm 12 bản đồ thành phần ảnh hưởng đến lũ quét 

đã trình bày ở phần 3.2 là các nơ-ron đầu vào, mô hình ELM được cấu hình 

bằng cách khởi tạo các giá trị cho ma trận trọng số đầu vào (IW) và ma trận 

trọng số đầu ra (BA). Tuy nhiên, kích thước của cả IW và BA bị ảnh hưởng 

bởi số lượng nơ-ron trong lớp ẩn được sử dụng (L). Do đó, một thực nghiệm 

được thực hiện bằng cách kiểm tra số lượng L khác nhau của mô hình với sai 

số trung phương để xác định L tốt nhất. Kết quả cho thấy 10 nơ-ron cho kết 

quả tốt nhất[70]. Do vậy, cấu trúc cuối cùng của mô hình ELM được xác định 

là: 12 nơ-ron đầu vào, 10 nơ-ron ẩn và 02 nơ-ron đầu ra. 

3.5.1.2 Hàm mλc tiêu cho tΧi ̯u h·a  

Mục đích của quá trình tối ưu hóa là tìm các giá trị trọng số tối ưu 

IW12×10 cho mô hình. Trọng số tối ưu là ma trận trị số đảm bảo rằng hàm mục 

tiêu CF (Cost Function) có giá trị thấp nhất. 
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CF = В  (3.8) 

trong đó yi là trị số dự báo lũ quét từ mô hình và ti trị số i trong tập dữ liệu lũ 

quét; n là tổng số mẫu trong dữ liệu huấn luyện.  

3.5.1.3 TΧi ̯u h·a m¹ h³nh ELM vαi PSO 

Trong nghiên cứu này, quá trình tối ưu hóa ma trận trọng số IW12×10 của 

ELM được thực hiện bằng PSO. Ma trận trọng số IW12×10 có 120 trọng số, sẽ 

tương ứng mới không gian tìm kiếm 120 chiều. Các tham số được sử dụng 

của PSO được điều chỉnh từ [215]: kích cỡ của bầy được lựa chọn là 35 cá thể 

(population = 35), giới hạn của mỗi chiều tọa độ của không gian tìm kiếm là -

1.0 đến 1.0, trọng số quán tính = 0.98, tỉ lệ giảm = 0.75, c1 = 1, và c2 = 2. 

Tổng số lần lặp tối đa = 2000. 

Trong không gian tìm kiếm 120 chiều, mỗi cá thể trong bầy đàn được 

xác định bởi tọa độ 120 chiều và đây chính là một giải pháp cho ma trận trọng 

số IW12×10. Như vậy, một đàn với 35 cá thể là 35 giải pháp cho ma trận trọng 

số nói trên. Quá trình tối ưu hóa với 2000 vòng lặp sẽ cho ra tổng cộng 70 000 

ma trận trọng số khác nhau. Ma trận trọng số nào có chỉ cố CF nhỏ nhất sẽ 

được chọn và được coi là ma trận tối ưu. Ma trận tối ưu này sẽ được lắp trở lại 

mô hình ELM và quá trình huấn luyện được coi là hoàn thành.  

3.5.2. KΔt quͩ  cνa mô hình 

3.5.2.1 HiΜu suͫ t cνa mô hình PSO-ELM  

Nội dung nghiên cứu này đã được nghiên cứu sinh công bố ở bài báo 

[70]. Hình 3.12 và Hình 3.13 trình bày hiệu suất của mô hình PSO-ELM được 

đề xuất trong giai đoạn huấn luyện và kiểm tra. Từ các biểu đồ thấy rằng mô 

hình được đề xuất PSO-ELM hoạt động tốt với cả cả huấn luyện và kiểm tra. 

Độ chính xác phân loại CAR cho các bộ dữ liệu huấn luyện và kiểm tra lần 
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lượt là 93,34% và 90,05%. Ngoài ra, mô hình PSO-ELM đạt được R2 rất cao, 

trong khi RMSE và MAE là nhỏ cho cả hai giai đoạn.  

Kết quả chi tiết của các giai đoạn huấn luyện và kiểm tra của mô hình 

PSO-ELM được trình bày trong Bảng 3.5 cho thấy R2, RMSE và MAE cho 

huấn luyện và kiểm tra dao động từ 0,827 đến 0,881, 0,2367 đến 0,814 và 

0,0561 đến 0,0792. Quan trọng hơn, chỉ số kappa cho giai đoạn huấn luyện là 

0,867 và cho giai đoạn kiểm tra là 0,801, phản ánh rằng hiệu suất dự báo lũ 

quét thực hiện trên hai bộ dữ liệu là tốt. 

 

Hình 3.12. Giá trΠ tΧi ̯u so vαi vòng lΊp trong quá trình huͫn luyΜn mô hình 

 

Hình 3.13. ņί khαp cνa mô hình PSO-ELM vαi tͻp dυ liΜu huͫ n luyΜn 

(a) TrΠ sΧ gΧc và trΠ sΧ tính toán tρ m¹ h³nh; (b) ņί lαn cνa sai sΧ;  

(c) Phân bΧ sai sΧ. 
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Bảng 3.5. Đánh giá hiệu suất của mô hình PSO-EML 

STT Tham số thống kê Dữ liệu huấn luyện Dữ liệu kiểm tra 

1 TP 407 165 

2 TN 448 188 

3 FP 51 31 

4 FN 10 8 

5 Precision (%) 97.60 95.38 

6 Recall (%) 89.78 85.84 

7 CAR (%) 93.34 90.05 

8 RMSE 0.237 0.281 

9 MAE 0.056 0.079 

10 Kappa 0.867   0.801 

 

Hình 3.14. HiΜu suͫ t dχ báo cνa mô hình PSO-ELM trên bί dυ liΜu kiΘm tra 

(a) Trị số gốc và trị số tính toán từ mô hình; (b) Độ lớn của sai số; 

 (c) Phân bố của sai số. 



70 

  

Hình 3.15 trình bày đường cong ROC và chỉ số AUC của mô hình PSO-

ELM trên bộ dữ liệu huấn luyện và dữ liệu kiểm tra. Có thể quan sát thấy chỉ 

số AUC > 0,954, cho thấy rằng mô hình có hiệu suất cao. Đáng chú ý, có một 

sự cân bằng lớn giữa độ khớp và hiệu suất dự báo của mô hình trong các giai 

đoạn huấn luyện và kiểm tra. Điều này cho thấy rằng thuật toán PSO đã tối ưu 

hóa thành công trọng số của ELM cho phân vùng nguy cơ lũ quét. Nhìn chung, 

dựa trên các đường cong ROC và chí số AUC có thể kết luận rằng mô hình 

PSO-ELM đạt hiệu suất tốt và có độ tin cậy cao. 

 

Hình 3.15. AUC cνa mô hình PSO-ELM 

 (a) Tập dữ liệu huấn luyện; (b) Tập dữ liệu kiểm tra 

3.5.2.2 So s§nh v¨ Ľ§nh gi§ 

Để so sánh hiệu quả của mô hình đề xuất PSO-ELM, ba mô hình đối 

sánh được sử dụng đó là mô hình máy học hỗ trợ vector (SVM), mô hình 

mạng nơ-ron nhân tạo đa lớp (MLP-ANN) và cây quyết định C4.5 (C4.5 

Decision Tree). Các mô hình trên được chọn bởi vì chúng đang được xem xét 

là các mô hình tiêu chuẩn trong lĩnh vực tai biến môi trường. Công tác xây 

dựng ba mô hình được thực hiện trên phần mềm MATLAB [156].  
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Đối với SVM, Radial Basis Function-RBF với tham số C = 14 và γ = 

5.126 được lựa chọn. Đối với MLP-ANN, cấu trúc mô hình với 10 nơ-ron 

trong lớp ẩn được lựa chọn. Trong khi đó, đối với mô hình cây quyết định, tối 

thiếu 2 samples được chọn cho lá của cây. Khoảng tin cậy được lựa chọn là 0,25. 

Bảng 3.6. Đánh giá độ chính xác của các mô hình 

STT Tham số thống kê 
PSO-

ELM 
MLP-ANN SVM C4.5 Decision tree 

1 CAR (%) 90.05 88.01 87.24 89.28 

2 Kappa  0.801 0.760 0.745 0.786 

3 RMSE 0.281 0.314 0.304 0.305 

4 MAE 0.079 0.129 0.180 0.164 

5 AUC 0.954 0.938 0.930 0.912 

 

Kết quả được thể hiện trong Bảng 3.5, có thể thấy rằng, về tổng thể mô 

hình PSO-ELM có hiệu suất cảnh báo cao nhất. 

3.5.3 Thành lͻp bͩ n ĽΩ ph©n v½ng nguy c̭ lȈ qu®t 

Vì mô hình PSO-ELM có hiệu suất cao trên cả bộ dữ liệu huấn luyện 

và bộ dữ liệu kiểm tra và hoạt động tốt hơn các mô hình so sánh, có thể kết 

luận rằng mô hình PSO-ELM phù hợp khu vực nghiên cứu thực nghiệm. Tiếp 

theo mô hình kết quả PSO-ELM được sử dụng để lập bản đồ phân vùng nguy 

cơ lũ quét cho khu vực nghiên cứu. Tổng cộng năm phân vùng nguy cơ được 

xác lập (Hình 3.16): rất cao (10%), cao (10%), trung bình (10%), thấp (15%), 

không có lũ quét (55%).  
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Hình 3.16. Bͩ n ĽΩ phân vùng nguy c̭ lȈ qu®t khu vχc nghiên cοu 

Bảng 3.7. Đặc điểm của các lớp có nguy cơ cao lũ quét cho khu vực 

nghiên cứu từ mô hình PSO-ELM. 

STT 
Chỉ số 

lũ quét 

Bản đồ 

phân vùng 

lũ quét (%) 

Mô tả 

Bản đồ hiện 

trạng lũ 

quét (%) 

Diện 

tích 

(km2) 

Mật độ 

(%) 

1 0.799 - 2.349 95-100 Rất cao 73.81 75.52 97.74 

2 0.597 - 0.798 90-95 Cao 19.55 75.52 25.89 

3 0.352 - 0.596 80-90 
Trung 

bình 
5.59 151.04 3.70 

4 0.085 - 0.351 65-80 Thấp 0.95 226.56 0.42 

5 -1.573 - 0.084 0-65 Không lũ 0.01 981.76 0 

Các giá trị ngưỡng được sử dụng để phân loại các vùng này được xác 

định bằng cách chồng gộp các vị trí lũ lịch sử lên trên bản đồ chỉ số nguy cơ 

lũ quét [209, 216]. Hình 3.17 mô tả một đường cong đồ họa được xây dựng 

bởi mô hình được đề xuất và các giá trị ngưỡng. 
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Hình 3.17. ņ̯γng cong phân tách các lαp nguy c̭ lȈ qu®t cνa khu vχc 

nghiên cοu 

Kết quả từ Bảng 3.7 và Hình 3.17 cho thấy khoảng 10% tổng diện tích 

của khu vực nghiên cứu được xếp vào vùng rất cao và cao. Các vùng này 

chiếm 73,81% và 19,55% tổng số địa điểm lũ quét lịch sử. Trong khi đó, các 

lớp trung bình chiếm khoảng 10% diện tích nhưng chỉ chiếm 5,59% diện tích 

lũ quét (Bảng 3.7). Lớp thấp chiếm 15% của tổng diện tích khu vực nghiên 

cứu nhưng chỉ chứa 0,95% điểm lũ quét lịch sử. Phân tích sâu hơn về mật độ 

lũ quét cho thấy có xu hướng tăng mật độ lũ quét từ tầng lớp vừa phải lên 

tầng rất cao (Bảng 3.7). Điều này cho thấy mô hình PSO-ELM được đề xuất 

đã phân vùng nguy cơ lũ quét rất tốt cho trong khu vực nghiên cứu. 

Ưu điểm chính của mô hình PSO-ELM là PSO giúp tự động tìm kiếm 

và tìm trọng số cho ELM, trong đó tọa độ của mỗi cá thể trong bầy chim được 

sử dụng để tính ma trận trọng số của ELM. Với số mẫu nghiên cứu 35 hạt và 

2.000 lần chạy lặp lại, tổng cộng 70.000 giải pháp đã được xem xét để tìm trị 

số tối ưu cho ma trận trọng số. Về tổng thể, hiệu suất dự báo cao của mô hình 

cho thấy việc lựa chọn các bản đồ thành phần ảnh hưởng, quá trình mã hóa, 

huấn luyện và tối ưu hóa đã được thực hiện thành công. 
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Nhược điểm chính của mô hình PSO-ELM là việc xác định số lượng 

nơ-ron trong lớp ẩn vẫn được thực hiện thủ công, dựa trên thực nghiệm ”Trial 

and Error”. Ngoài ra, hiệu suất của mô hình ELM là nhạy cảm với các giá trị 

trọng số ban đầu; do đó, cần nhiều lần chạy và kiểm tra mới có được kết quả 

tốt, và đây là một quá trình tốn thời gian. 

3.6. Xây dựng mô hình Ensemble learning cho phân vùng nguy cơ lũ quét 

3.6.1 Quy trình xây dχng mô hình tích hιp PSO-ELM cho ph©n v½ng nguy c̭ 

lȈ qu®t 

Phương pháp luận xây dựng mô hình tích hợp FURIA-GA cho phân 

vùng nguy cơ lũ quét được đề xuất bao gồm bốn giai đoạn. Giai đoạn đầu 

tiên (A) là quy trình lựa chọn và xử lý dữ liệu, xây dựng bản đồ hiện trạng lũ 

quét và xác định các khu vực không có lũ. Giai đoạn thứ hai (B) bao gồm 

việc thực hiện tính toán các giá trị Frequency Ratio cho bản đồ thành phần 

liên quan đến lũ quét, chuẩn hóa các bản đồ thành phần, phân tích đa cộng 

tuyến và xây dựng các bộ dữ liệu huấn luyện và kiểm tra. Giai đoạn thứ ba 

(C) liên quan đến việc triển khai lựa chọn đặc tính mới bằng FURIA và GA, 

ước tính tầm quan trọng tương đối của các biến số lũ quét và Giai đoạn cuối 

cùng (D) bao gồm việc thực hiện ba phương pháp đồng bộ, cũng như xác 

nhận và so sánh kết quả. 

Liên quan đến việc phân tích dữ liệu địa không gian, ArcGIS 10.4 là 

phần mềm chính hỗ trợ thành lập bản đồ phân vùng nguy cơ lũ quét. Phần 

mềm WEKA (Waikato Environment for Knowledge Analysis), Đại học 

Waikato, New Zealand, được sử dụng để triển khai mô hình FURIA và GA 

[87]. Các công cụ R như caTools, ipred, adabag, caret, olsrr, raster và Rweka 

[28, 32, 105, 113, 120, 135] được sử dụng. Hình 3.16 trình bày tóm tắt 

phương pháp luận mới xây dựng bản đồ phân vùng nguy cơ lũ quét với 

Ensemble Learning trong nghiên cứu này. 
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Hình 3.18. Quy trình xây dχng bͩ n ĽΩ ph©n v½ng nguy c̭ lȈ qu®t vαi 

Ensemble Learning 

3.6.1.1 Giai Ľonͧ Ľͭu tiên (A) 

Xây dựng cơ sở dữ liệu lũ quét, bao gồm bản đồ hiện trạng lũ quét và 

12 bản đồ thành phần. Chi tiết mô tả bản đồ hiện trạng lũ quét và các bản đồ 

thành phần này đã được trình bày ở Chương 2 bên trên. 

3.4.1.2 Giai Ľonͧ thο hai (B) 

Giai đoạn thứ hai liên quan đến việc thực hiện bốn công đoạn: công 

đoạn đầu sử dụng phương pháp Frequency Ratio để tính các trọng số cho các 

phân lớp của bản đồ thành phần và chuẩn hóa dữ liệu cho các bản đồ thành 

phần lũ quét. Công đoạn hai là quá trình kiểm tra, phân tích, đánh giá mức độ 

đa cộng tuyến của các bản đồ thành phần, và công đoạn ba xây dựng bộ dữ 

liệu huấn luyện và dữ liệu kiểm tra. 

× Phương pháp Frequency Ratio và quy trình chuẩn hóa dữ liệu 

Phương pháp Frequency Ratio (Công thức 3.9) được sử dụng để ước 

tính mối quan hệ xác suất giữa các biến phụ thuộc và biến độc lập và gán giá 

trị hệ số trọng số cho từng loại biến liên quan đến lũ [53, 143], trong khi 
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phương pháp chuẩn hóa max-min được sử dụng cho quy trình thứ hai (Công 

thức 3.10) [111], với các giá trị chuẩn hóa nằm trong khoảng từ 0,01 đến 0,99.  

&2Ö
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(3.9) 

 

trong đó Fci là số pixel có lũ quét cho mỗi lớp của mỗi biến i; Fs là tổng số 

pixel có lũ quét trong khu vực nghiên cứu; Aci số pixel cho mỗi lớp của mỗi 

biến i; và As là tổng số pixel trong khu vực nghiên cứu. 
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trong đó vnew là ma trận dữ liệu chuẩn hóa, v là ma trận dữ liệu gốc và u 

(0.99) và l (0.01) là ranh giới chuẩn hóa trên và dưới. 

× Chuẩn bị dữ liệu huấn luyện và dữ liệu kiểm tra 

Trong công đoạn này, quy trình lấy mẫu được áp dụng để tạo ra dữ liệu 

huấn luyện và dữ liệu kiểm tra. Mô tả chi tiết quy trình lấy mẫu dữ liệu này đã 

trình bày ở trên. 

3.6.1.3 Giai Ľonͧ thο ba (C) 

Giai đoạn thứ ba liên quan đến việc đánh giá lựa chọn bản đồ thành 

phần đầu vào lũ quét. Ở đây, thuật toán FURIA được sử dụng để đánh các tập 

con là sự kết hợp từ hai đến 12 bản đồ thành phần lũ quét dựa trên độ chính 

xác phân loại đạt được của FURIA. Trong khi đó, thuật toán di truyền GA 

được sử dụng làm phương pháp tìm kiếm. Quy trình đánh giá các tập dữ liệu 

con, bao gồm FURIA và GA được thực hiện trên phần mềm WEKA [87]. 

Sau khi chọn được các bản đồ thành phần đầu vào tốt nhất, thuật toán 

LVQ(Learning Vector Quantization) được sử dụng để ước tính mối quan hệ 

giữa lũ quét và các bản đồ thành phần được chọn [180, 205]. LVQ là các 

thuật toán mạng trí tuệ nhân tạo với cấu trúc liên kết gồm hai lớp, lớp cạnh 

tranh và lớp đầu ra hoặc lớp tuyến tính, phân loại các mẫu mới theo cách 
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tương tự như thuật toán K-Nearest Neighbour, trong hầu hết các trường hợp, 

sử dụng thước đo khoảng cách Euclide để xác định vectơ đầu vào nào gần 

nhất với vectơ tham chiếu [132]. Trong không gian n chiều, khoảng cách 

Euclide giữa vectơ đầu vào và vectơ trọng số được biểu thị bằng phương 

trình 3.11 như sau: 

ÅÄ  ×   Ø  

 

σȢρρ 

trong đó edi là khoảng cách euclide của vectơ đầu vào thứ i, x vector 

đầu vào thứ i của vector trọng số và n số lượng bản đồ thành phần đầu vào. 

Vai trò hay tầm quan trọng của các bản đồ đầu vào sẽ được ước tính 

dựa trên hiệu suất mà mô hình LVQ có được từ dữ liệu huấn luyện. Thông tin 

chi tiết về phương pháp LVQ có thể được tìm thấy trong [133]. Trong nghiên 

cứu hiện tại, gói Caret R được sử dụng để thực hiện phương pháp LVQ [244]. 

3.6.1.4 Giai Ľonͧ cuΧi cùng (D) 

Giai đoạn cuối cùng liên quan đến việc xây dựng ba mô hình Ensemble 

Learning, bao gồm sử dụng các thuật toán Bagging, AdaBoost và LogitBoost, 

các bản đồ đầu vào được xác định bởi FURIA-GA bên trên. Sau đó tiến hành 

đánh giá và so sánh ba mô hình. 

3.6.2 KΔt quͩ  cνa mô hình 

3.6.2.1 HiΜu suͫ t cνa mô hình phân vùng nguy c̭ lȈ qu®t 

Nội dung nghiên cứu này đã được nghiên cứu sinh công bố ở bài báo 

[69]. Để triển khai thuật toán FURIA-GA dưới dạng FSM, các đặc điểm sau 

được xác định sau khi quy trình thử: đối với GA, xác suất chéo được đặt 

thành 0,2, xác suất đột biến được đặt thành 0,033, kích thước quần thể ở mức 

200, số lượng thế hệ được đặt 50 và FURIA đã được huấn luyện bằng kỹ 
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thuật xác nhận chéo Ten-fold, với toán tử mờ của sản phẩm T-Norm được 

chọn để kết hợp các tiền đề quy tắc. Để so sánh với thuật toán JRip-GA, các 

tham số GA tương tự đã được chỉ định, trong khi đối với trình phân loại JRip, 

các tham số mặc định được sử dụng bởi gói WEKA đã được xem xét [63, 87]. 

FURIA-GA, cho độ chính xác phân loại cao hơn (84,60%) so với JRip-GA 

(83,62%) (Bảng 3.8). Kết quả của luận án cho thấy trong hầu hết các trường 

hợp, phân loại quy tắc dựa trên logic mờ có hiệu suất cao hơn. Trong trường 

hợp lũ quét và các hiện tượng không gian tương tự, khả năng phân loại cung 

cấp kết quả được phân loại và giá trị không tuyệt đối giữa hai ranh giới (lũ 

quét và lũ thường) là đặc điểm đảm bảo sự biểu hiện tốt hơn về không gian 

phân bố lũ. Các ranh giới được định hình bởi các khái niệm về logic mờ 

[118], trở nên linh hoạt hơn và do đó, trong trường hợp nghiên cứu cung cấp 

kết quả chính xác hơn. 

Bảng 3.8. Đánh giá sử dụng FSMs và độ chính xác phân loại 

Phân loại cơ sở: gốc quyết định, giá trị thuộc tính: Jrip, phương thức tìm 

kiếm: GA, độ chính xác phân loại: 83,62% 

Phân loại cơ sở: gốc quyết định, giá trị thuộc tính: FURIA, phương thức 

tìm kiếm: GA, độ chính xác phân loại: 84,60% 

Trong việc áp dụng FURIA-GA, kết quả cho thấy các bản đồ độ cao, 

bản đồ độ dốc, bản đồ độ cong, bản đồ chỉ số độ ẩm địa hình TWI, bản đồ chỉ 

số năng lượng dòng SPI, bản đồ TopoShade, bản đồ lượng mưa và bản đồ 

thạch học được xác định là dễ dự báo nhất, trong khi bản đồ hướng dốc, bản 

đồ mật độ dòng chảy, bản đồ chỉ số thực vật NDVI và bản đồ loại đất được 

loại bỏ vì có tính dự báo thấp nhất. Mặc dù, mật độ dòng chảy là một biến 

quan trọng ảnh hưởng đến nguy cơ xảy ra lũ [94], trong trường hợp nghiên 

cứu của luận án, kích thước và hình thái của lưu vực đầu nguồn có thể làm 
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giảm khả năng dự báo của biến này. Ngoài ra, bản đồ hướng dốc, bản đồ chỉ 

số thực vật NDVI và bản đồ loại đất có sự phân bố không gian đồng đều trong 

các khu vực có nguy cơ xảy ra lũ quét, điều này cũng ảnh hưởng đến khả 

năng dự báo của ba biến này.    

Theo phương pháp LVQ đã được triển khai để ước tính tầm quan trọng 

của các bản đồ thành phần liên quan đến lũ quét được FURIA-GA chọn 

(Bảng 3.9). Các giá trị của LVQ nằm trong khoảng 0,9150 đến 0,6146, với 

giá trị cao nhất tương ứng với bản đồ độ dốc và giá trị thấp nhất tương ứng 

với bản đồ độ cong. Bản đồ chỉ số độ ẩm địa hình TWI, bản đồ TopoShade, 

bản đồ độ cao, tiếp theo ở vị trí thứ hai, thứ ba và thứ tư với các giá trị tương 

ứng là 0,8739, 0,8715 và 0,8128. Các vị trí sau thuộc về bản đồ địa chất, bản 

đồ chỉ số năng lượng dòng SPI, lượng mưa và bản đồ độ cong, với các giá trị 

tương ứng là 0,7236, 0,6939, 0,6203 và 0,6146. 

Bảng 3.9. Đánh giá tầm quan trọng của bản đồ thành phần lũ quét theo 

phương pháp VLQ. 

STT Bản đồ thành phần Chỉ số VLQ 

1 Độ dốc 0.9150 

2 Chỉ số độ ẩm địa hình (TWI) 0.8739 

3 TopoShade 0.8715 

4 Độ cao 0.8128 

5 Địa chất 0.7236 

6 Chỉ số năng lượng dòng (SPI) 0.6939 

7 Lượng mưa 0.6203 

8 Độ cong 0.6146 
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Tương tự như những phát hiện của luận án, hầu hết các nghiên cứu 

trước đây đã cho thấy bản đồ độ dốc ảnh hưởng đến xác suất lũ quét, các 

khu vực có độ dốc thấp có xác suất lũ cao hơn do thay đổi tốc độ xâm 

nhập và lượng dòng chảy [111, 126, 205]. Ngoài ra, bản đồ chỉ số độ ẩm 

địa hình TWI cũng được xác định là biến dự báo cao có ảnh hưởng đến sự 

xuất hiện của lũ quét, với giá trị chỉ số độ ẩm địa hình TWI cao tương ứng 

với các khu vực có nguy cơ xảy ra lũ quét cao. Bản đồ chỉ số độ ẩm địa 

hình TWI thể hiện sự phân bố không gian của nước, cho biết các khu vực 

bị tích tụ nước và cũng là khu vực có khả năng cao xuất hiện ao nước bề 

mặt [179, 204]. Một số nghiên cứu khác cũng có kết quả bản đồ chỉ số độ 

ẩm địa hình TWI là một biến quan trọng liên quan đến lũ quét [30, 161] 

cùng với kết quả của nghiên cứu của luận án. 

3.6.2.2 So s§nh v¨ Ľ§nh gi§ 

Kết quả của quá trình huấn luyện cho thấy mô hình FURIA-GA-

Bagging đạt độ chính xác CAR cao nhất (93,89%), tiếp theo là FURIA-

GA-AdaBoost (90,39%) và mô hình FURIA-GA-LogitBoost (89,52%). 

Sai số Recall của mô hình FURIA-GA-Bagging (99,02%), tiếp theo là 

FURIA-GA-LogitBoost (96,17%) và FURIA-GA-AdaBoost (92,43%) 

(Bảng 3.9). Một mô hình khả năng huấn luyện khác nhau liên quan đến 

các khu vực không có lũ quét đã được ghi lại, trong đó mô hình FURIA-

GA-Bagging thể hiện Precision cao nhất (88,65%), tiếp theo là mô hình 

FURIA-GA-AdaBoost (87,99%) và FURIA-GA -LogitBoost (82,75%). 
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Bảng 3.10. Hiệu suất của mô hình trên tập dữ liệu huấn luyện 

Tham số 

thống kê 
LogitBoost 

FURIA-

GA -

LogitBoost 

Bagging 

FURIA-

GA-

Bagging 

AdaBoost 

FURIA-

GA-

AdaBoost 

TP 434 443 439 454 415 425 

TN 378 379 375 406 392 403 

FP 24 15 19 4 43 33 

FN 80 79 83 52 66 55 

Recall (%) 94,76 96,72 96,70 99,13 90,61 92,79 

Precision 

(%) 
82,53 82,75 81,88 88,57 85,59 87,99 

CAR (%) 88,65 89,74 89,25 93,87 88,10 90,39 

Bảng 3.10 thể hiện kết quả so sánh giữa LogitBoost, Bagging và 

AdaBoost với mười hai biến cũng được tính toán, cho thấy các mô hình 

dựa trên FURIA-GA có khả năng huấn luyện cao hơn về Recall, Precision 

và CAR.  

Mô hình FURIA-GA-Bagging có hiệu suất cao nhất với độ chính xác 

CAR cao nhất (93,37%), tiếp theo là FURIA-GA-LogitBoost (92,09%) và mô 

hình FURIA-GA-AdaBoost (89,03%) được thể hiện ở bảng 3.11. Khả năng 

dự báo của việc phân loại các khu vực có nguy cơ xảy lũ quét xuất hiện khá 

giống với khả năng huấn luyện. 
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Bảng 3.11. Đánh giá độ chính xác mô hình kiểm tra 

Tham số 

 thống kê 

LogitBoost 

FURIA-

GA -

LogitBoost 

Bagging 

FURIA-

GA-

Bagging 

AdaBoost 

FURIA-

GA-

AdaBoost 

TP 186 189 188 190 176 177 

TN 172 173 173 176 171 172 

FP 10 7 8 6 20 19 

FN 24 23 23 20 25 24 

Recall (%) 94,90 96,43 95,92 96,94 89,80 90,31 

Precision (%) 87,76 88,27 88,27 89,80 87,24 87,76 

CAR (%) 91,33 92,35 92,09 93,37 88,52 89,03 

Cụ thể, mô hình FURIA-GA-Bagging đạt kết quả Recall cao nhất 

(96,94%), tiếp theo là FURIA-GA-LogitBoost (96,43%) và mô hình FURIA-

GA-AdaBoost (90,31%). Mô hình FURIA-GA-Bagging đạt tỷ lệ CAR cao 

nhất liên quan đến các vùng lũ quét (89,80%), tiếp theo là FURIA-GA-

LogitBoost (88,27%) và mô hình FURIA-GA-AdaBoost (87,76%). Ngoài ra, 

trong trường hợp cơ sở dữ liệu kiểm tra, các mô hình dựa trên FURIA-GA có 

khả năng dự báo cao hơn về Precision, Recall và CAR trong bảng 3.10. Liên 

quan đến kết quả phân tích ROC, (Hình 3.17a và Hình 3.17b) cho thấy mô 

hình FURIA-GA-Bagging có AUC cao nhất là 0,9540, tiếp theo là mô hình 

FURIA-GA-AdaBoost (0,9520) và FURIA-GA-Logit (0.8330).  
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Hình 3.19. Phân tích ROC, Recall, Precision cνa mô hình 

a. Bộ dữ liệu huấn luyện  b. Bộ dữ liệu kiểm tra 

Nhìn chung, theo báo cáo của Bùi Tiến Diệu và nnk [211], các thuật 

toán tối ưu hóa cho mô hình lũ trong hầu hết các trường hợp khả năng dự báo 

vị trí có nguy cơ xảy ra lũ cao hơn so với các thuật toán máy học thường. 

Ngoài ra, các thuật toán huấn luyện đồng bộ hầu hết các trường hợp giúp cải 

thiện độ chính xác dự báo [239]. Trong số các phương pháp tập hợp khác 

nhau, kỹ thuật Bagging và Boosting chủ yếu được sử dụng vì có khả năng làm 

giảm phương sai hoặc độ lệch [242]. 

Trong nghiên cứu này, luận án so sánh giữa các phương pháp tập hợp 

khác nhau, LogitBoost, AdaBoost và Bagging kết quả chỉ ra rằng mỗi phương 

pháp tập hợp dựa trên FURIA-GA hoạt động tốt hơn so với các phương pháp 

đã không tuân theo một kỹ thuật chọn tính năng. Ngoài ra, so với FSM thông 

thường được sử dụng để phân loại cơ sở cây gốc quyết định và là công cụ 

đánh giá thuộc tính của phương pháp JRip, FURIA-GA đạt được hiệu suất 

cao hơn đáng kể.  
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3.6.3 Thành lͻp bͩ n ĽΩ ph©n v½ng nguy c̭ lȈ qu®t 

Các bản đồ phân vùng các vị trí có nguy cơ xảy ra lũ quét được chia 

năm lớp: rất cao, cao, trung bình, thấp và không lũ quét, sử dụng phương 

pháp phá vỡ tự nhiên – Natural Break [81] (Hình 3.20, 3.21, 3.22). Sự phân 

bố không gian của các khu vực có nguy cơ xảy ra lũ quét được thể hiện bởi 

các mô hình FURIA-GA-Adaboost và FURIA-GA-Bagging với tỉ tỷ lệ phần 

trăm gần tương tự nhau (Hình 3.21, 3.22). Mô hình FURIA-GA-LogitBoost 

thể hiện sự phân bố không gian khác biệt, với vùng dự báo lớp trung bình là 

chiếm ưu thế nhất (Hình 3.20).  

Tỷ lệ thấp nhất liên quan đến vùng có nguy cơ xảy ra lũ quét ở lớp rất 

cao là mô hình FURIA-GA-LogitBoost (1,57%), tiếp theo là mô hình FURIA-

GA-Bagging (2,83%) và mô hình FURIA-GA-AdaBoost (2,90%) (Bảng 

3.12). Tuy nhiên, trong tất cả các mô hình, vùng đất thấp và các khu vực gần 

với mạng lưới sông, được phân loại là các lớp dễ bị lũ lụt rất cao, cho thấy 

phần lớn các trận lũ quan sát được có thể là do lũ ven sông. 

Bảng 3.12. Tỷ lệ phần trăm mật độ tương đối lũ quét trên tập 

dữ liệu huấn luyện 

Các mức dự 

báo 

FURIA-GA -

LogitBoost 

FURIA-GA-Bagging FURIA-GA-

AdaBoost 

Không lũ (%) 3,200 0,000 91,06 0,190 89,21 0,000 

Thấp (%) 29,63 0,110 2,610 2,170 2,990 0,000 

Trung bình (%) 60,80 1,590 1,550 13,86 2,890 4,110 

Cao (%) 4,810 17,68 1,940 24,48 2,010 35,100 

Rất cao (%) 1,570 80,62 2,830 59,31 2,900 60,790 
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Hình 3.20. Bͩ n ĽΩ phân vùng nguy 

c̭ lȈ qu®t theo mô hình FURIA-

GA-LogitBoost 

 

Hình 3.21. Bͩ n ĽΩ phân vùng nguy 

c̭ lȈ qu®t theo mô hình FURIA-

GA-AdaBoost 

 

Hình 3.22. Bͩ n ĽΩ ph©n v½ng nguy c̭ lȈ qu®t  

theo mô hình FURIA-GA-Bagging 

Tỉ lệ phân vùng vị trí có nguy cơ xảy ra lũ quét và độ thành công dựa 

vào ROC và các giá trị AUC liên quan đến tập dữ liệu huấn luyện và tập dữ 
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liệu kiểm tra cho ba mô hình được trình bày tương ứng trong (Hình 3.23a và 

3.23b). Mô hình FURIA-GA-AdaBoost đạt giá trị AUC cao nhất (0,9749), mô 

hình FURIA-GA-Bagging đạt giá trị thấp hơn một chút (0,9680) và FURIA-

GA-LogitBoost theo sát hai mô hình (0,9640). Liên quan đến các giá trị AUC 

của các đường cong ROC tỷ lệ dự báo, mô hình FURIA-GA-AdaBoost đạt 

giá trị AUC dự báo cao nhất (0,9740), tiếp theo là mô hình FURIA-GA 

(0,9566) và mô hình FURIA-GA-LogitBoost. 

  

Hình 3.23. Phân tích ROC  

a. Bộ dữ liệu huấn luyện; b. Bộ dữ liệu kiểm tra 

Dựa trên tập dữ liệu huấn luyện, FURIA-GA-LogitBoost có mật độ lũ 

đạt tương đối cao (80,62%), theo sau là FURIA-GA-AdaBoost (60,79%) và 

FURIA-GA-Bagging (59,31%) (Bảng 3.12). Tương tự, dựa trên bộ dữ liệu 

kiểm tra, FURIA-GA-LogitBoost có mật độ lũ đạt cao nhất (74,52%), theo 

sau là FURIA-GA-AdaBoost (56,80%) và FURIA-GA-Bagging (52,99%) 

(Bảng 3.13). Cuối cùng, so sánh hiệu suất dự báo vị trí có nguy cơ xảy ra lũ 

quét giữa ba mô hình, kết quả của thử nghiệm xếp hạng của Wilcoxon chỉ ra 

rằng các mô hình dự báo vị trí có nguy cơ xảy ra lũ quét được tạo ra có ý 

nghĩa thống kê khác nhau trong mọi trường hợp (Bảng 3.14). 



87 

  

Bảng 3.13. Tỷ lệ phần trăm mật độ tương đối lũ quét trên tập dữ liệu kiểm tra 

Các mức dự 

báo 

FURIA-GA -

LogitBoost 

FURIA-GA-

Bagging 

FURIA-GA-

AdaBoost 

Không lũ (%) 3,200 0,000 91,06 0,140 89,21 0,030 

Thấp (%) 29,63 0,120 2,610 2,430 2,990 0,880 

Trung bình (%) 60,80 1,780 1,550 16,35 2,890 3,650 

Cao (%) 4,810 23,59 1,940 28,09 2,010 38,64 

Rất cao (%) 1,570 74,52 2,830 52,99 2,900 56,80 

Bảng 3.14. Kết quả kiểm nghiệm thống kê Wilicoxon trên bộ dữ liệu kiểm tra 

So sánh đôi z-Value p-Value Kết quả 

FURIA-GA-AdaBoost/FURIA-GA-Bagging 2,07 <0,003 Đạt 

FURIA-GA-AdaBoost/FURIA-GA-LogitBoost 5,14 <0,001 Đạt 

FURIA-GA-Bagging/ FURIA-GA-LogitBoost 6,01 <0,001 Đạt 

Mô hình FURIA-GA-Bagging cho thấy khả năng hoạt động khá ổn 

định, trái ngược với các phương pháp Boosting, LogitBoost và AdaBoost [73, 

128], bên cạnh đó mô hình FURIA-GA-Bagging đạt được độ chính xác, độ 

nhạy và độ chuyên dự báo vị trí có nguy cơ xảy ra lũ quét là cao nhất. 

Trong một đánh giá nguy cơ trượt lở đất tương tự, Kadavi và nnk[124] 

đã so sánh các mô hình máy học và kết luận rằng Bagging có khả năng dự báo 

chính xác cao hơn một chút so với thuật toán AdaBoost và LogitBoost. Sự 

khác biệt giữa hiệu quả của ba mô hình và kết quả của luận án là sự vượt trội 

của mô hình FURIA-GA-Bagging, có thể do sự khác biệt cơ bản trong quy 

trình phân loại giữa phương pháp Boosting và Bagging. Trong đó, phương 
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pháp Bagging xử lý quan sát có cùng xác suất xuất hiện, trong khi các phương 

pháp Boosting cung cấp trung bình trọng số của ước tính.  

Mô hình FURIA-GA-LogitBoost có độ chính xác và giá trị AUC dự 

báo kém nhất cho cả hai loại phân tích ROC. Các nghiên cứu khác cũng hỗ 

trợ cho những phát hiện của luận án, đã cung cấp các kết quả khác nhau liên 

quan đến mô hình tốt nhất hoặc tính nhất quán của kết quả. Trong một nghiên 

cứu liên quan đến lũ lụt, Al-Abadi [31] đã kết luận rằng mô hình AdaBoost 

vượt trội hơn các mô hình rừng ngẫu nhiên và rừng luân phiên bằng cách sử 

dụng bộ dữ liệu kiểm tra, trong khi Lee và nnk [144] đã thể hiện rằng mô hình 

rừng ngẫu nhiên đạt được độ chính xác phân loại tốt hơn mô hình cây quyết 

định tăng cường ADT. Tương tự, Khosravi và nnk [129], trong một đánh giá 

tính nguy cơ với lũ quét tại lưu vực sông Haraz ở phía bắc Iran, cho thấy mô 

hình cây quyết định tăng cường ADT có khả năng dự báo cao nhất, tiếp theo 

là mô hình Naive Bayes (NBT), mô hình cây Logistic (LMT) và mô hình cắt 

tỉa để giảm lỗi REPT. Tuy nhiên, mô hình REPT đạt được tỷ lệ phân loại cao 

nhất liên quan đến các khu vực không bị lũ lụt, tiếp theo là các mô hình ADT, 

LMT và NBT. 
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KẾT LUẬN VÀ KIẾN NGHỊ 

1. Kết luận 

Nghiên cứu của luận án đã phân tích, đánh giá nhiều công trình khoa 

học liên quan đến nghiên cứu được công bố trên các nguồn chính thức quốc tế 

như ISI, Scopus để xác định vấn đề còn tồn tại mà luận án cần tập trung giải 

quyết đối với bài toán xây dựng các mô hình trí tuệ nhân tạo mới nhằm nâng 

cao độ chính xác cho dự báo và phân vùng lũ quét. Có thể mô tả ngắn gọn 

công việc đã nghiên cứu trong luận án như sau: 

Đề xuất được quy trình thành lập mô hình phân vùng nguy cơ lũ quét 

sử dụng ảnh Radar Sentinel-1 SAR. 

Tùy theo các đặc điểm khác nhau các khu vực nghiên cứu và dữ liệu, 

nghiên cứu đã lựa chọn mười hai bản đồ thành phần là nguyên nhân gây ra lũ 

quét bao gồm: mô hình số độ cao, bản đồ độ dốc, bản đồ hướng dốc, bản đồ 

chỉ số độ ẩm, bản đồ mật độ dòng, bản đồ chỉ số năng lượng dòng chảy, bản 

đồ các kiểu TopoShade, bản đồ chỉ số độ cong địa hình, bản đồ thạch học, bản 

đồ loại đất, bản đồ chỉ số thực vật và lượng mưa. Thực hiện phương pháp đa 

cộng tuyến cho các bản đồ thành phần để phân tích mối liên hệ giữa các bản 

đồ thành phần gây ảnh hưởng của lũ quét trong khu vực nghiên cứu và kết 

quả mười hai bản đồ thành phần này đều được lựa chọn cho mô hình dự báo 

lũ quét của luận án. 

Kết quả nghiên cứu đã đề xuất ba mô hình trí tuệ nhân tạo mới nhằm 

nâng cao độ chính xác cho dự báo và phân vùng lũ quét:  

Mô hình 1: Mô hình FA-LM-ANN được đề xuất có hiệu suất cao cho  

phân vùng nguy cơ lũ quét, vì thuật toán tích hợp FA-LM cho khả năng tìm 

kiếm và tối ưu hóa trọng số của mô hình tốt so với các mô hình dự báo LM-

ANN, FA-ANN, SVM và DT, kết quả dự báo của mô hình đề xuất tốt hơn.  



90 

  

Mô hình 2: Mô hình PSO-ELM trong phân vùng nguy cơ lũ quét với 

thuật toán ELM được sử dụng để khởi tạo mô hình dự báo ban đầu trong khi 

PSO được sử dụng để tìm kiếm và tối ưu hóa trọng số mô hình. Mô hình 

PSO-ELM đã đạt được độ chính xác dự báo cao, và tốt hơn khi so với các mô 

hình màn tính tiêu chuẩn SVM, MLP-ANN và cây quyết định C4.5. Do đó có 

thể kết luận rằng mô hình PSO-EML là một công cụ mới cho dự báo lũ quét. 

Bản đồ kết quả từ nghiên cứu này có thể cung cấp thông tin trợ giúp, hỗ trợ 

chính quyền địa phương trong việc thiết lập các biện pháp giảm thiểu lũ quét 

và hoạch định chính sách sử dụng đất bền vững. 

Mô hình 3: mô hình Ensemble learning là mô hình tích hợp các thuật 

toán di truyền GA (Genetic Algorithm), thuật toán luật mờ FURIA, thuật toán 

cây quyết định (Decision Trees) để đánh giá và xác định số lượng bản đồ 

thành phần đầu vào cho mô hình phân vùng nguy cơ lũ quét. Các mô hình kết 

hợp dựa trên FURIA-GA, đã cho thấy khả năng học và khả năng dự báo vị trí 

có nguy cơ xảy ra lũ quét cao hơn so với các mô hình kết hợp chưa qua quy 

trình lựa chọn. Mô hình FURIA-GA-Bagging đạt độ chính xác phân loại dự 

báo vị trí có nguy cơ xảy ra lũ quét cao nhất (93,37%), Recall cao nhất 

(96,94%) và Precision cao nhất (89,80%). Mặt khác, mô hình FURIA-GA-

LogitBoost đạt độ chính xác thấp nhất ở vùng dễ có nguy cơ và mật độ lũ quét 

tương đối cao nhất, trong khi mô hình FURIA-GA-AdaBoost đạt được giá trị 

AUC dự báo cao nhất (0,9740), dựa trên đường cong tỷ lệ dự báo, theo sau là 

mô hình FURIA-GA-Bagging (0.9566) và mô hình FURIA-GA-LogitBoost 

(0.8955). 

2. Kiến nghị 

Để nâng cao chất lượng dự báo lũ quét của mô hình, các thuật toán tối ưu 

hóa mới cần được nghiên cứu. Ngoài ra, có thể xem xét thêm các bản đồ thành 

phần mới.  



91 

  

Dù hiệu quả của phương pháp đã triển khai đầy hứa hẹn, các kết quả phải 

luôn được kiểm chứng và giải thích một cách thận trọng. Một số hạn chế chủ yếu 

được kiểm soát bằng việc thiết lập cụ thể khu vực nghiên cứu, kiểm soát số lượng 

và chất lượng dữ liệu và cả việc xác định chính xác các khu vực lũ, không có lũ có 

thể tạo ra các mô hình dự báo kém chính xác hơn.  

Trong tương lai, có thể tập trung vào việc thực hiện cùng một phương pháp 

trong các khu vực có các môi trường địa lý khác nhau để đánh giá hiệu suất dự 

báo; sử dụng các thuật toán và phương pháp máy học khác nhau thay các phương 

pháp tập hợp dựa trên cây được áp dụng trong phương pháp của luận án.  

Nhìn chung, thông tin và kiến thức thu được từ kết quả của nghiên cứu 

có thể hỗ trợ chính quyền địa phương và nhân dân sở tại về vị trí có nguy cơ 

xảy ra lũ quét cao. Trên cơ sở các thông tin đó, chính quyền và nhân dân địa 

phương có thể lên phương án chuẩn bị các biện pháp ứng phó, phòng, tránh 

và giảm thiểu thiệt hại trong mùa mưa bão. 
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PHỤ LỤC 

1. Thuật toán tích hợp FA-LM cho huấn luyện mô hình ANN 

Thiết lập không gian tìm kiếm RX = [-10,+10], kích cỡ bầy đom đóm 

PS = 100 

Khởi tạo nhóm X trong RX 

Định nghĩa hàm mục tiêu CF, xác định giá trị tốt nhất khởi đầu Xbest 

Đặt giá trị sinh hiện tại iter = 1 và chuyển đổi xác suất p = 0.8 

Đặt LM khoảng huấn luyện: ILM = 10 

Đặt giá trị lớn nhất của giá trị sinh IterMAX = 1000 

While iter < IterMAX // Lặp chừng nào iter < IterMAX 

 iter = iter + 1 

 For each member Xi in X  // Lặp với mỗi phần tử Xi trong X 

             Update locations of fireflies // Cập nhật phạm vi của fireflies 

      Update the best-found solution Xbest // Cập nhật giá trị tốt nhất 

tìm thấy 

 End For // Kết thúc lặp 

 If Perform LMBP is true //Nếu Perform LMBP là đúng 

                       // Chọn ngẫu nhiên giải pháp Xj trong X 

  Randomly select a solution Xj in X   

   //Chuyển đổi Xj vào trong ma trận trọng số của ANN 

                      Convert Xj  into matrices of ANN weights  

  ep = 0 

  While ep < EP   // Lặp chừng nào ep < EP 

   ep = ep + 0 



 

  

   //Cập nhật ma trận trọng số ANN dùng thuật toán LM 

               Update ANN weight matrices using LM algorithm   

  End While // Kết thúc lặp 

  //Vector hóa mô hình ANN thu được Xj_LMBP 

  Vectorize ANN model to obtained Xj_LMBP 

  If CF(Xj_LMBP) < CF(Xj) // Nếu CF(Xj_LMBP) < CF(Xj)  

   Xj = Xj_LMBP 

  End If 

  Update the best-found solution Xbest //Cập nhật giải pháp tối 

ưu toàn cục   Xbest 

 End If  

End While // Kết thúc lặp 

Return Xbest   // Trả về Xbest 

  



 

  

 

2. Một số hình ảnh của nghiên cứu sinh khi khảo sát thực địa 

Vết tích còn lại sau vụ lũ quét đêm 22 tháng 8 năm 2018 tại suối Nậm 

Thin, Trung Đô, Bảo Nhai, Bắc Hà  

  

  

  



 

  

Hình ảnh một số khu vực khác trên chuyến đi 
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25/8/2018 ông chủ tịch thôn Nà 

Đình, Nghĩa Đô, Bảo Yên may mắn 

thoát nạn khi lũ quét xảy ra tại con 

suối trên ảnh. Người dân rất mong 

được chính quyền có các biện pháp 

phòng tránh thiên tai. 
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